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Abbildung 8.10: Bildschirmfoto der graphischen Benutzungsschnittstelle
und geographischen Szenariovisualisierung von PlaSMA

Fir die statistische Auswertung am Ende eines Simulationsexperiments stellt PlaSMA
ein Software-Werkzeug zur Verfiigung. Als Auswertungsmethoden stehen Berechnun-
gen von Mittelwerten, Standardabweichungen und Konfidenzintervallen zur Parame-
terlageschétzung bereit. Fiir elaborierte Auswertungen wie Hypothesentests zum Ver-
gleich von Steuerungsstrategien oder fiir Varianzanalysen empfiehlt sich die Verwen-
dung statistischer Software wie R.10 Das Dateiformat der PlaSMA-Protokollarchive
ermoOglicht einen entsprechenden Import.

Uberfiihrung in die Anwendung

Einer der fiir multiagentenbasierte Simulation reklamierten Vorteile gegeniiber ande-
ren Simulationsansitzen wie gleichungsbasierter aber auch objektbasierter Simulati-
on ist die natiirliche Abbildung der Simulationsobjekte und -subjekte auf Agenten
als logische Simulationsprozesse. Einerseits resultiert hieraus eine hohe Modularisier-
barkeit, die Vorteile fiir komplexe Szenarien und die Wiederverwendung in anderen
Simulationsstudien bietet. Je nach Granularitdt der durch die Agenten abgebildeten
Komponenten einer Simulation kénnen damit sowohl Aspekte von Mikro- als auch
von Makrosimulation umgesetzt werden. Andererseits ermdéglicht die agentenbasierte
Implementierung von Simulationskomponenten, die direkt autonome intelligente Sys-
tem simulieren, diese Komponenten mit geringen Anpassungen fiir die tatséchliche,
operative Anwendung zu tiberfithren.

10Tm Internet: http://www.r-project.org/
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In der Praxis ist das Ziel der Uberfiihrbarkeit von Simulations- und Operativcode je-
doch mit einigen Schwierigkeiten verbunden. Dies ist in der Kiinstlichkeit des Simula-
tionsszenarios begriindet, die sich sowohl durch eine Abstraktion der Umwelt als auch
des Zeitfortschritts auszeichnet. Damit ist die Ubertragbarkeit von Simulationsergeb-
nissen auf die Realitét zumindest eingeschrinkt. Schwerer fiir die Uberfiihrbarkeit der
Agenten in die Realitdt wiegt jedoch, dass in einem ereignisdiskreten Simulationssys-
tem der Zeitfortschritt durch die Agenten selbst bestimmt wird, wiahrend er in der
Realitdt durch die Umwelt physikalisch vorgegeben ist. Daraus folgt, dass die Agen-
tenimplementierung des Simulationsmodells explizit Zeitfortschritte bewirken muss
und sich insofern von operativen Agenten in realen Umgebungen unterscheidet.

In PlaSMA muss daher am Ende jedes Verhaltenszyklus, der vor der Weiterverar-
beitung Modellzeitfortschritt benotigt, im Java-Quellcode des jeweiligen Verhaltens
dem Agenten mitgeteilt werden, zu welcher Modellzeit das Verhalten (als Behaviour
in JADE) wieder aktiv werden will. Dies unterscheidet sich insbesondere von norma-
ler Programmierung in JADE dadurch, dass alle Zeitangaben in JADE als Realzeit
und nicht Modellzeit interpretiert werden. Dariiber hinaus muss wegen der Diskre-
tisierung der Zeit im ereignisdiskreten Simulationsansatz angenommen werden, dass
alle Berechnungen eines Agenten ohne Modellzeitverbrauch durchgefithrt werden, so-
fern dieser nicht explizit angegeben ist. Dies stellt eine Verfilschung dar, wenn die
verbrauchte Rechenrealzeit grofier ist als die ndchste Modellzeit zu der die vorherige
Berechnung angewendet wird.

Um diese Problematik zu l6sen, sind mehrere Ansétze moglich. So kann z.B. ein
Zeitmodell gewahlt werden, dass (eventuell langsamer oder schneller als in der Rea-
litdt) die Modellzeit mit kontinuierlicher Geschwindigkeit automatisch und gleich-
méafig fortschreitet. Diese Anséitze werden als scaled real-time bezeichnet (Fujimoto,
2000, S.28-33). Hiermit wiirde allerdings der Laufzeitvorteil einer ereignisdiskreten
Ausfithrung verlorengehen. Fiir eine ereignisdiskrete Ausfithrung miisste hingegen die
Notwendigkeit expliziter Zeitfortschritte (durch die Agenten) abgelost werden durch
einen impliziten Zeitfortschritt, der sich aus den Aktionen der Agenten automatisch
ergibt. Dieses Ziel impliziter Synchronisation der Agenten fiir eine Verwendung des
gleichen Quellcodes des Agentenverhaltens in Simulation und Anwendung wird daher
als Uniform Agent Design bezeichnet (vgl. Gehrke und Schuldt, 2009; Kong, 2010).

Die Idee dieses Ansatzes ist es, dass aus der Verhaltensbeschreibung der Agenten
(d.h. dem JADE-Quellcode) direkt abgeleitet wird, wie viel Modellzeit verbraucht
wird und wann das ndchste Mal ein Verhalten aktiviert wird. Teilweise lasst sich
dies aus Interaktionsprotokollen (vgl. Abschnitt 2.3.2) als Hintergrundwissen tiber
Kommunikationsprozesse ableiten (Gehrke und Schuldt, 2009). Komplizierter ist die
Zeitabschétzung fiir die eigentlichen Rechenoperationen des Agenten und das Ermit-
teln der Zeitpunkte, zu denen wiederholter Code (wie in Schleifen oder zyklischen
Agentenverhalten) durch einen Modellzeitfortschritt unterbrochen werden muss. Von
der eigentlichen Dauer der Rechenoperationen wird in PlaSMA abstrahiert. Fiir eine
qualifizierte Behandlung wére es notwendig, ausgefiihrte Prozessorkommandos zu ver-
folgen und die Rechnerplattform zu spezifizieren, auf der ein Agent ausgefithrt werden



ABSCHNITT 8.5 — EINFLUSS AKQUIRIERTER INFORMATIONEN 257

soll, da diese nicht mit der Simulationsplattform {ibereinstimmen muss.

Fir die Erkennung von nétigen Modellzeitunterbrechungen bzw. Synchronisationen
sowie die entsprechende Behandlung einer modellzeitsynchronisierten Agentenkom-
munikationen konnten fiir JADE und PlaSMA hingegen Losungen entwickelt werden,
die eine Uberfithrung von Simulationscode in Operativcode erheblich vereinfachen
(siehe Gehrke und Schuldt, 2009; Schuldt et al., 2008; Kong, 2010).

8.5 Einfluss akquirierter Informationen

Die Niitzlichkeit der Informationsbeschaffung zeigt sich im Einfluss akquirierter Infor-
mationen auf den erzielten Nutzenwert der Agenten bzw. doménenspezifische Kenn-
zahlen. In diesem Abschnitt wird daher ein logistisches Evaluationsszenario fiir in-
telligente Agenten in der Logistik vorgestellt (Abschnitt 8.5.1), mit dem der Einfluss
zusédtzlicher Informationen an Beispielen verdeutlicht wird.

Da die Modelle, welche als Grundlage der Entscheidungsfindung und insbesondere
der Situationsbewertung benétigt werden, nur eingeschrankt zur Entwurfszeit des
Agenten als menschliches Hintergrundwissen repréisentiert werden konnen, werden
in Abschnitt 8.5.2 Verfahren zum Lernen von Pradiktionsmodellen untersucht. Ab-
schnitt 8.5.3 diskutiert die Ergebnisse der Anwendung dieser Verfahren nach Simulati-
on des vorgestellten Logistikszenarios. Die Abbildung des Szenarios als Entscheidungs-
netz und der entscheidungstheoretische Einfluss von Informationen wird schliellich in
Abschnitt 8.5.4 beschrieben.

8.5.1 Szenario: Adaptive Routenbewertung

Als Evaluationsszenario wird im Folgenden die adaptive Routenplanung autonomer
Transportmittel vorgestellt (vgl. Gehrke und Wojtusiak, 2008b). Adaptive Routen-
planung bezeichnet hierbei die Fahigkeit eines den Prozess steuernden Agenten, die
gewdhlte Route zu einem gegebenen Zielort wahrend der Fahrt anzupassen, sollte
sich die Umwelt so gedndert haben, dass eine andere Route geeigneter erscheint. Eine
informierte Entscheidung im Sinne dieser Arbeit ist hierbei demnach die Kenntnis
und Verwertung relevanter Eigenschaften der Umgebung, welche einen Einfluss auf
die derzeit beste Fahrtroute bzw. den entsprechenden Erwartungswert nehmen. Die
Aufgabe der Informationsbeschaffung ist es dann, die betreffenden Informationen fiir
die jeweilige Situation zu akquirieren.

Zur Hlustration eines moglichen Experiments soll das in Abbildung 8.11 dargestellte
Straflennetz dienen. Es zeigt eine Verkehrsinfrastruktur mit 36 in einem Raster an-
geordneten Knoten, die {iber insgesamt 120 gerichtete Kanten verbunden sind. Die
Verbindungen sind jeweils 100 Kilometer lang, so dass alle Wege von einem Start- zu
einem Zielort, die sich nicht vom Ziel entfernen, die gleiche Lange haben. Fir den
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Abbildung 8.11: Beispiel eines Strafiennetzes fir die adaptive Routen-
planung eines Lastwagens. Der grau eingefdrbte Bereich in Fahrtrichtung
kennzeichnet die Region akquirierter Informationen.

Weg von oben links (A,1) nach unten rechts (F,6) sind dies entsprechend 1000 Kilo-
meter, von denen 500 vertikal und 500 horizontal verlaufen. Allerdings sind nicht alle
Routen gleicher Lénge auch in der gleichen Zeit abzufahren. Dies ist begriindet durch
die auf jedem Straflenabschnitt individuelle Situation. Zu entsprechenden Zustandsei-
genschaften gehoren z. B. Geschwindigkeitsbegrenzungen, Verkehr und Wetter. Diese
Faktoren beeinflussen die Fahrtzeit auf einem Abschnitt.

Dieses Szenario und das im Folgenden beschriebene Umweltmodell erheben nicht den
Anspruch, repréisentativ fiir reale Transportprozesse zu sein. Vielmehr stellt das Mo-
dell eine bewusste Vereinfachung dar, die als Testumgebung zum Vergleich verschie-
dener Strategien zur Steuerung und Informationsbeschaffung dient. Hieraus kann und
soll keine belastbare quantitative Aussage fiir eine reale Anwendung abgeleitet werden.

Umweltmodell

Im Folgenden wird das Szenariomodell fiir die Umwelteinfliisse der Fahrtzeit spezifi-
ziert (vgl. Gehrke und Wojtusiak, 2008b). Als relevante dynamische Grélen dienen
Wetter und Verkehr mit raumlich-zeitlicher Qualifizierung. Der Verkehr auf einem
Straenabschnitt a € R (mit R als Menge der Regionen bzw. Strafenabschnitte)
zum Zeitpunkt ¢ € N (als UNIX-Millisekunden-Zeitstempel) wird angegeben durch
dens(a, t) mit

dens : R x N — [0,0; 1,0] (8.5)
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weW | VeryBad Bad Moderate Good
Usafe 35 65 80 100

Tabelle 8.1: Spezifikation der sicheren Maximalgeschwindigkeit bzgl. Wet-
tersituation in Kilometern pro Stunde.

Diese liefert ein lineares und numerisches Maf} der Verkehrsqualitit (vgl. TRB, 2000),
wobei 0,0 vollstdndig ungestorte Fahrtgeschwindigkeit und 1,0 Stillstand bedeutet. Die
maximal erreichbare Durchschnittsgeschwindigkeit eines Fahrzeugs auf dem Abschnitt
a zum Zeitpunkt ¢ bzw. in einem bzgl. Verkehrssituation homogenen Zeitintervall ist
dann definiert durch

Umax (@, t) = vyer(a) - (1 — dens(a, t)) (8.6)

mit vyef als im Einflussmodell vorgegebener Referenzgeschwindigkeit (z. B. 130km /h).
Zusétzlich zu der rein verkehrsbedingten Geschwindigkeit vpax wird das Wetter als
einschrankende Grofle fiir eine sichere Geschwindigkeit vgafe(a,t) einbezogen. Das lo-
kale Wetter weather(a,t) wird modelliert durch die Funktion

weather : R x N — W (8.7)
mit W als Menge qualitativer Wetterzustédnde bzgl. Verkehr:
W = {VeryBad, Bad, Moderate, Good}

Mit jedem Wetterzustand w € W ist eine fiir das Referenzfahrzeug angemessene, d. h.
sichere, Maximalgeschwindigkeit vgafe(w) verbunden (siehe Tabelle 8.1).

Wetterinderung. Fiir die Anderung des Wetterzustands im Szenariomodell wird
der aktuelle Zustand im Intervall Atyy fiir jeden Ort neu berechnet. Dabei héngt das
Wetter an einem Straflenabschnitt a und zu einem Zeitpunkt ¢ (weather(a,t)) vom
vorherigen Zustand (weather(a,t — Atyy)) und der orts- und zeitunabhingigen A-
Priori-Wahrscheinlichkeitsverteilung P(W) ab. Der Wetterfolgezustand w € W wird
somit stochastisch ermittelt durch die bedingte Verteilung

P (weather(a, t) | weather(a,t — Aty))

Durch die bedingte Verteilung werden sprunghafte Anderungen des Wetters vermie-
den. Pro Anderungszyklus wird dabei nur eine Anderung um eine Stufe nach oben
oder unten zugelassen. Die verwendete Verteilung fiir das Szenario ist in Tabelle 8.2
angegeben.

Verkehrsinderung. Analog zum Modell der Wetterdnderung wird der Verkehrs-
zustand jedes StraBenabschnitts in einem Intervall Aty aktualisiert. Wéhrend die
Verkehrsdichte dens(a,t) quantitativ repréasentiert ist, wird fiir die Ermittlung des
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weW | VeryBad Bad Moderate Good
P(w) 0,05 0,2 0,55 0,2

Tabelle 8.2: Verwendete A-Priori- Wahrscheinlichkeitsverteilung, P(WV),
fir Wetterzustinde.

aktuellen Verkehrs ein qualitativ-stochastisches Modell nach Stufen der Verkehrsqua-
litdt verwendet. Das qualitative Modell T enthélt sechs Verkehrsqualitéten (vegl. TRB,
2000), die mit ihrer jeweiligen quantitativen Abbildung in Tabelle 8.3 angegeben sind.

Das stochastische Modell fiir die Wahrscheinlichkeit einer Verkehrsqualitdt ist von
drei Einflussfaktoren abhéngig: Straflenabschnitt, Wochentag und Tageszeit. Fiir die
Abbildung des Einflusses von Wochentag und Tageszeit und deren qualitativer Diskre-
tisierung in Klassen wurde auf Datenmaterial und Auswertungen von Verkehrszensus
zuriickgegriffen, die im Zeitraum 2004 bis 2005 durch das Bundesamt fiir Straflen-
verkehr (Deutschland) und die ASFINAG (Osterreich) erhoben wurden. Fiir Fernver-
kehrsstralen wurden daraus die ortsunabhéngigen Erwartungswerte fiir Verkehr in
Tabelle 8.4 abgeleitet. Die zeitliche Klassifikation entspricht den aggregierten Daten
beider Zensus.

Fiir die ortsunabhéngige Ermittlung der Verkehrsdichte zu einem Zeitpunkt ¢ gibt auf
dieser Grundlage die Funktion 7,(t) den Erwartungswert der quantitativen Verkehrs-
dichte als Mittelwert des jeweiligen Intervalls fiir die qualitative Verkehrsqualitit an
(vgl. Tabelle 8.3). Hierzu wird Zeitpunkt ¢ nach Wochentag und Tageszeit klassifiziert
sowie die entsprechende qualitative Verkehrsqualitdt nach Tabelle 8.4 ermittelt und
auf den Erwartungswert 7,(t) abgebildet.

Dieses ortsunabhangige Verkehrsmodell wird durch ein Modell zur Ermittlung von
dens(a, t) fiir den jeweiligen Straflenabschnitt a erweitert. Hierzu wird eine zeitunab-
héngige Verkehrsdichteabweichung Adens(a) einbezogen, welche den Erwartungswert
dens,, fiir die Verkehrsdichte ortsspezifisch verédndert:

dens,(a,t) = T,(t) + Adens(a) (8.8)

Die ortsspezifische Abweichung Adens(a) ist dabei abhiingig vom verwendeten Sze-
nariomodell. Fiir das vorgestellte Szenario aus Abbildung 8.11 gelten die lokalen Ver-
kehrsdichteabweichungen, die in Abbildung 8.12 angegeben sind.

Die eigentliche Verkehrsdichte wird dann stochastisch iiber eine Normalverteilung N
mit Standardabweichung o7 ermittelt und wiahrend der Simulation fiir jeden Strafien-

teT | VeryLow Low Medium High VeryHigh Jam
dens | [0,0;0,1) [0,1;0,25) [0,25;0,4) [0,4;0,6) [0,6;0,85) [0,85;1,0]

Tabelle 8.3: Qualitative Diskretisierung der Verkehrsdichte auf sechs Ver-
kehrsqualitdten.



ABSCHNITT 8.5 — EINFLUSS AKQUIRIERTER INFORMATIONEN 261

Tageszeit | Wochentag Mo Di-Do Fr Sa So
Morgen High Medium Medium VeryLow VeryLow
Mittag Low Low High Low Low
Nachmittag Medium  Medium High Medium  Medium
Abend Low Low Medium Low Low
Nacht VeryLow VeryLow Low VeryLow Low

Tabelle 8.4: Ortsunabhdngige Erwartungswerte fiir Verkehrsqualititen
nach zeitlichem Kontext.
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Abbildung 8.12: Verkehrsdichteabweichungen Adens fiir das Szenario-
Strafiennetzwerk aus Abbildung 8.11 (Angaben als Adens - 10).

abschnitt im Intervall At neu berechnet:
dens(a,t) ~ N (dens,(a,t),oT) (8.9)

Die verwendete Standardabweichung o7 bzw. Varianz 027 ist dabei ein Faktor fiir die
Vorhersagbarkeit der Verkehrsdichte. Im Szenario wurden als Werte 027 = 0,01 sowie

027 = 0,001 verwendet.

Modell der Fahrzeugagenten

Zur Untersuchung des Einflusses zusétzlicher Informationen bei der adaptiven Rou-
tenplanung wurden drei unterschiedliche Agententypen untersucht: der naive Agent,
der wetter-bewusste Agent und der pradiktive Agent.

Allen Agenten gemein ist die Verwendung eines A*-Algorithmus (Hart et al., 1968,
1972) mit der Fahrtzeit als Optimierungskriterium. Die Funktion der geschétzten
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Fahrtzeit, um auf einer partiellen Route r vom aktuellen Ort bei Abfahrtzeit tgcp
einen Zielort d zu erreichen, ist gegeben durch:

f(r,d,tgep) = g(t, taep) + h(end(r), d) (8.10)

Route r ist jeweils ausgehend vom aktuellen Ort des Fahrzeugs und dem Endpunkt des
Planungshorizonts fiir r, end(r). Funktion g gibt die Fahrtzeit fiir Route r an und h
die Heuristik fiir die restliche Fahrtzeit. Die Definition beider Funktionen ist wie folgt.
Heuristikfunktion h wird optimistisch und unterschétzend berechnet als die Fahrtzeit
fiir die Luftliniendistanz von end(r) bis zum Ziel d bei maximaler Geschwindigkeit
Umax (tf) des Transportfahrzeugs tf:

(8.11)

Kostenfunktion g berechnet die Fahrtkosten fiir Route  bei Abfahrtzeit tqep. Hierzu
werden alle Fahrtkosten der n aufeinander folgenden Straflenabschnitte a; aus r mit
0 < i < n aufsummiert:

n—1

9(r; taep) = Z

=0 Vest (aiv tdep (a’l))

Lénge(a;)

(8.12)

Hierbei ist vegt die agenten-individuelle Schéatzfunktion fiir die Durchschnittsgeschwin-
digkeit auf dem jeweiligen StraBenabschnitt a;. Zeit tgcp(a;) ist die geschétzte Start-
zeit/Ankunftszeit fir Stralenabschnitt a;, wobei tqep(ao) = tdep ist und die weiteren
Startzeiten sich rekursiv aus den vorherigen Teilberechnungen fiir g ergeben.

Beide Funktionen geben Schétzwerte an. Die Fahrtzeit nach Funktion ¢ ist unsi-
cher, da sich die Umgebung dynamisch &ndert und keine vollstdndigen Informationen
iiber ihren aktuellen Zustand (bzgl. Verkehrsdichte) verfiigbar sind. Wie aus For-
mel 8.9 hervorgeht, wird die Verkehrsdichte iiberdies im Simulationsmodell stochas-
tisch bestimmt. Die Heuristikfunktion g gibt einen Schitzwert an, da im gegebenen
Planungshorizont kein Wissen {iiber die konkreten Straflenverbindungen einbezogen
werden kann.

Die drei Agententypen variieren in der Anwendung ihrer Planung und der Berechnung
der geschitzten Geschwindigkeit ves folgendermafien. Der naive Agent (NA) bezieht
keine dynamischen Umweltinformationen, sondern wéhlt seine Route statisch allein
nach Mafigabe der minimalen Fahrzeit bei der dem Fahrzeug erlaubten Maximalge-
schwindigkeit auf dem jeweiligen Abschnitt.

Der wetter-bewusste Agent (WA) bezieht lokale Wetterinformationen von Wetterdiens-
ten bis zu einer rdumlichen Fahrtentfernung A in seine Schitzung der Fahrtdauer ein.
Dabei nimmt er fiir die aktuelle Planung an, dass das lokale Wetter vom Anfragezeit-
punkt ¢ an stabil bleibt, bis er ggf. an dem Ort eintrifft und ihn passiert hat. Auch ist
diesem Agenten bereits bekannt, wie sich der jeweilige qualitative Wettertyp w € W
auf die sichere Maximalgeschwindigkeit vgafe auswirkt (vgl. Tabelle 8.1. Daraus ergibt
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sich als Schétzwert vegy fiir die erzielte Durchschnittsgeschwindigkeit zum Passieren
eines Strafenabschnitts a zum Abfahrzeitpunkt tqep(a):

Vest (@ tdep (@) = Vsate(@, t) = Vsate(Weather(a, t)) (8.13)

Die Routenplanung des Agenten ist dabei indem Sinne adaptiv, dass er vor jeder
Weggabelung eine Neuplanung durchfiihrt, sollte sich die Wettersituation in Umkreis
A des aktuellen Ortes gedndert haben.

Der pradiktive Agent (PA) kann ebenfalls lokale Wetterinformationen in seine adapti-
ve Routenplanung einbeziehen. Der entscheidende Unterschied zum wetter-bewussten
Agenten ist jedoch, dass der priadiktive Agent iiber kein Hintergrundwissen iiber Um-
welteinfliisse auf die Fahrtzeit verfiigt. Stattdessen lernt der Agent aus historischen
Daten und eigenen Erfahrungen ein ortsabhéngiges Modell der relevanten Einflussfak-
toren und wendet dieses zur Schétzung der Geschwindigkeit an. Anders als das Wetter
sind die konkrete Verkehrsdichte bzw. Verkehrsqualitat fiir den Fahrzeugagenten da-
bei unbeobachtbar. Stattdessen werden daher die verkehrsbestimmenden Faktoren
Wochentag, Tageszeit und Ort verwendet.

Die (gelernte) Schiatzung der Fahrtzeit fiir einen Straflenabschnitt ist dabei potenti-
ell ambigue. Das heifit, wegen der Unsicherheit der Pridiktion kénnen abweichende
Schétzungen fiir die nach Klassifikation scheinbar gleiche Situation erfolgen. Fiir die
Fahrtzeitschitzung wird dann je nach Pradiktionsmodell der Erwartungswert verwen-
det bzw. abhéngig von der Wahrscheinlichkeit moglicher Werte stochastisch gemittelt.

8.5.2 Lernen von Pradiktionsmodellen

In komplexen Anwendungsdoménen intelligenter Agenten ist eine Reprasentation fiir
Entscheidungs- und Pradiktionsmodelle zur Entwurfszeit nur eingeschriankt moglich.
Das hierzu nutzbare Expertenwissen kann z. B. der Strukturierung der Wissensrepra-
sentation dienen. Dazu gehort u.a. die Angabe verwendeter Variablen und Symbole
sowie deren Beziehung z.B. in Taxonomien oder der Netzstruktur eines Entschei-
dungsnetzes. Weitere Vorgaben koénnen durch Regeln oder (subjektivistische) Wahr-
scheinlichkeitsverteilungen gemacht werden. Diese miissen sich jedoch zur Laufzeit
bewédhren und bei abweichenden Erfahrungen ggf. revidiert oder angepasst werden.

Aus diesem Grund ist das maschinelle Lernen eine wichtige Fahigkeit intelligenter
Agenten (vgl. auch Abschnitt 2.2.1, S. 13). Fiir das hier vorgestellte Szenario und den
pradiktiven Transportmittelagenten ist die Lernaufgabe, den Einfluss vorgegebener
Umweltfaktoren auf die zu erwartende Durchschnittsgeschwindigkeit auf einem Stra-
Benabschnitt zu ermitteln. Dies kann z. B. in Form von logischen Regeln oder durch
probabilistische Modelle erfolgen. Im Folgenden werden drei Lernansétze beschrieben,
die zu diesem Zweck untersucht wurden. Eine Auswertung der Simulationsevaluation
folgt in Abschnitt 8.5.3.
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Regellernen

In einer Studie zum Lernen von Préadiktionsmodellen fiir die Routenplanung (Gehrke
und Wojtusiak, 2008b,a) wurden Experimente mit dem Regellern-Programm AQ21
(Wojtusiak et al., 2006) durchgefiihrt. Als Hintergrundwissen wurden fiinf bekann-
te Ortstypen mit jeweils gleicher Verkehrsbelastung nach Adens unterschieden (vgl.
Abbildung 8.12). Hierzu wurden mit dem in Abschnitt 8.5.1 beschriebenen Simula-
tionsmodell Beobachtungen fir 15 Jahre Modellzeit fir jeden Ort als Lerngrundlage
protokolliert. AQ21 lernte hieraus fiir jeden Ortstyp Regelmodelle fir die erwartete
Geschwindigkeit.!! Hierzu wurden die Geschwindigkeiten in Schritten von 10 km/h
diskretisiert. Eine dabei gelernte Regel ist z. B.:

[Speed=SPEED_60]
<= [Day=Mo] & [Time=morning] & [Weather=moderate..good]

Die Regel sagt voraus, dass die erwartete Durchschnittsgeschwindigkeit an einem Mon-
tagmorgen bei moderaten bis gutem Wetter fiir den betroffenen Ortstyp 60 km/h
betrégt.

Aufgrund der Parametrisierungsmoglichkeiten des AQ21-Systems wurden acht unter-
schiedliche Konfigurationen des Lernverfahrens untersucht. Diese unterscheiden sich
im Wesentlichen in der Handhabung von widerspriichlichen Beobachtungen im verar-
beiteten Datensatz (vgl. Gehrke und Wojtusiak, 2008a).

Q-Learning und Regellernen

Die Grofle Anzahl Beobachtungen iiber 15 Jahre zum Lernen eines Pradiktionsmo-
dells wirft die Frage auf, wie viele Beobachtungen fiir ein addquates Modell tatséchlich
notwendig waren bzw. welches zeitliche Konvergenzverhalten bzgl. Pradiktionsgenau-
igkeit ein kontinuierlich adaptiertes Modell aufweist. Der Fahrzeugagent muss hierbei
erst zur Laufzeit aus eigenen Erfahrungen sein Pradiktionsmodell fiir Fahrgeschwin-
digkeiten lernen. Dariiber hinaus ist zu untersuchen, wie dieses Konvergenzverhalten
abhéngig vom verwendeten Lernverfahren (z.B. logisch oder statistisch) variiert.

Zu diesem Zweck haben Sniezynski et al. (2010) Q-Learning (Watkins und Dayan,
1992) und AQ21 als Lernverfahren kombiniert, um die in Abschnitt 8.5.1 beschrie-
bene adaptive Routenplanung zu unterstiitzen. Q-Learning als Reinforcement-Ansatz
fiir Markov-Entscheidungsprozesse (vgl. Abschnitt 4.3.2) ist zwar gut fir adaptierte
Modelle geeignet; es weist jedoch ein schlechtes Laufzeitverhalten auf, wenn der Such-
raum sehr grof ist (Sniezynski et al., 2010). Um dies zu kompensieren, wird AQ21
als vorgelagerter Lernprozess eingesetzt, der die Dimensionen des Suchraums in ei-
ne aggregierte Dimension zusammenfiihrt und somit den Suchraum des Q-Learning

"Details zur Funktionsweise des Lernverfahrens und dessen spezifischer Anwendung sind bei Wo-
jtusiak et al. (2006) bzw. Gehrke und Wojtusiak (2008a) nachzulesen.
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Abbildung 8.13: Struktur des gelernten Bayes’schen Netzes fiir die
Schétzung von Fahrtzeiten (Knoten Speed).

reduziert. Fiir das Szenario wurde aus Tageszeit und Wochentag die aggregierte Di-
mension Verkehrsqualitidt gelernt. Dabei weist AQ21 die Eigenschaft auf, bereits mit
wenigen Beispielen entsprechende Regeln zu lernen.

Bayes’sches Lernen

Die Handhabung der Ambiguitdten der Beobachtungen stellt ein Problem fiir das
Regellernen dar. Durch das stochastische Simulationsmodell fithren scheinbar gleiche
Situationen zu unterschiedlichen Verkehrsaufkommen, Wetter und schliefllich Fahrt-
zeiten. Dies steht logischen Regeln mit hoher Préazision entgegen. Fiir die dritte Lern-
methode wurde daher ein statistischer Ansatz verfolgt.

Beobachtungsdaten aus iiber 1700 Tagen, die Transportmittelagenten wahrend der
Simulation gesammelt hatten, wurden mit dem EM-Algorithmus (engl. fir Fzpectati-
on Mazximization, Dempster et al., 1977) zu einem Bayes’schen Netz kompiliert. Die
Struktur des Netzes wurde als Hintergrundwissen vorgegeben und beinhaltet diskrete
Knoten fiir Ort/Straflenabschnitt, Wochentag, Tageszeit, Wetter und Verkehr sowie
die erwartete Geschwindigkeit als auszuwertender Zielknoten (vgl. Abbildung 8.13).
Entsprechend dem Regellernen ist der Verkehr fiir die Auswertung nicht beobachtbar,
sondern wird aus Ort und Zeit geschétzt. Da das Wetter fiir zukiinftige Zustdnde auch
nicht bekannt ist, kann ein pradiktiver Agent entweder annehmen, es bleibe stabil,
oder er kann das aktuelle Wetter (bzw. eine Wettervorhersage) als schwache Evidenz
berticksichtigen.

8.5.3 Simulation und statistische Auswertung

In diesem Abschnitt werden die Modelle, welche mit den in Abschnitt 8.5.2 beschrie-
ben Verfahren generiert wurden, evaluiert. Hierzu wird untersucht, welche Vorhersa-
geprézision sie erzielen bzw. wie sich ihre Anwendung fiir die adaptive Routenplanung
mit zugehdriger Informationsbeschaffung auf die mittleren Fahrtzeiten auswirken. Als
Evaluationsmethode der Auswirkung auf Fahrtzeiten dient die multiagentenbasierte
Simulation mit PlaSMA.
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| 0% | Agent | NA' WA PAwr PAxq
0,001 13,31 12,61 12,49 1247
+0,87 +0,78 +0,60 40,60
0,01 13,44 12,74 12,64 12,63
40,92 +0,86 +0,68 =+0,66

Tabelle 8.5: Mittlere Fahrtzeiten in Stunden mit Standardabweichung (£)
fiir die jeweiligen Agententypen bei Verkehrsvarianz Ugr und einer Voraus-

schaudistanz von 200 km fiir Wetter. Ergebnisse nach Gehrke und Wojtusi-
ak (2008b).

Regelbasierte Modelle

Fiir die Experimente zur Untersuchung der durch AQ21 gelernten Regelmodelle wur-
den die in Abschnitt 8.5.1 (S.261) vorgestellten Typen von Transportmittelagenten
verglichen. Hierbei wurden fiir die pradiktiven Agenten acht unterschiedliche Regel-
modelle untersucht (Gehrke und Wojtusiak, 2008b). Tabelle 8.5 zeigt die Ergebnisse
der mittleren Fahrtzeiten unterschiedlicher Agententypen fiir die 1000 km lange Route
zwischen den Orten (A,1) und (F,6) (vgl. Abbildung 8.11, S. 258). Dabei wird die Zeit
des pradiktiven Agenten mit den erfolgreichsten AQ21-Lernparametern angegeben
(PAAqQ). Der préadiktive Agent PAyr verwendet ein Regelmodell, das unter Kenntnis
des Umweltmodells manuell erstellt wurde und somit ein Vergleichsmaf fiir die Giite
des Regellernens darstellt.

Alle Durchschnittswerte weisen laut inferenzstatistischer Auswertung mit Welch-Test
bei Signifikanzniveau a = 0,05 eine maximale Abweichung von 72 Sekunden gegen-
iiber der Grundgesamtheit auf. Die Simulationsergebnisse zeigen, dass der pradiktive
Agent mit gelerntem Regelmodell (PApq) die kiirzesten Fahrtzeiten und die gerings-
te Standardabweichung aufweist. Er ist damit sogar etwas schneller als der Agent
mit manuell konstruiertem Modell (PAyr) und bei 63=0,001 6,3% (0,84 Stunden)
schneller als der naive Agent (NA). Der wetter-bewusste Agenten (WA) ist in dieser
Konfiguration mit 5,3 % Unterschied (0,7 Stunden) ebenfalls signifikant schneller als
der naive Agent. Vom pradiktiven Agenten unterscheidet sich der wetter-bewusste
Agent insbesondere durch seine grofiere Standardabweichung (0,78 gegentiber 0,60
Stunden). Dies deutet daraufhin, dass der pradiktive Agent tatséchlich Verkehrsstaus
vermeidet, was die Unsicherheit iiber die Fahrtzeit verringert.

Modelle aus Q-Learning

Fiir die Experimente zur Untersuchung des Q-Learning (SnieZyﬁski et al., 2010) wur-
den die pradiktiven Agenten aus Abschnitt 8.5.1 (S. 261) angepasst. Dabei kamen vier
Varianten zum Einsatz: Agent PAqr; verwendet nur die Informationen iiber den ort-
lichen Kontext; Agent PAqrs ergdnzt den ersten Agenten um Verkehrsinformationen;
Agent PAqr3 ergénzt den ersten Agenten um Information tiber den zeitlichen Kontext;
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| Agent | Tage | 1 10 25 51 75 100 200
PAQL1 16,19 11,92 4,39 424 398 424 4,14
+3,98 46,27 +£2,18 +0,98 +0,69 40,92 +0,57
PAqL2 1548 17,30 3,56 346 3,34 346 3,39
+4,81 4934 41,84 +0,59 +0,34 =+0,64 =+0,59
PAqLs 1580 27,50 1511 1251 580 514 3,66
+4,54 421,28 +13,80 415,75 +£3,44 +6,31 +1,43
PAQL4 19,59 20,44 3,88 388 343 363 34l
+10,06 +10,86 +2,04 +2,84 4049 +1,91 +0,80

Tabelle 8.6: Entwicklung der mittleren Fahrtzeiten in Stunden mit Stan-
dardabweichung (£) fir 320 bis 460 km Strecke und fir die jeweiligen
Agententypen. Ergebnisse nach Sniezyniski et al. (2010).

Agent PAqr4 schliefllich kombiniert Q-Learning mit AQ21 durch Zusammenfassung
des zeitlichen Kontexts zu einer Verkehrsschiatzung.

Die entsprechenden Simulationsergebnisse mit PlaSMA (Tabelle 8.6) bestétigten (p-
Werte <0,01), dass durch die Kombination beider Lernverfahren (PAqp4) gegeniiber
alleinigem Q-Learning (PAqr3) eine beschleunigte Konvergenz des Préadiktionsmodells
erreicht wird (Sniezynski et al., 2010). Agent PAqr.4 benétigt ca. 25 Tage Erfahrungen,
um auf der Basis seines Modells eine mittlere Fahrtzeit nahe dem Optimum zu er-
reichen, wahrend Agent PAqp3 erst nach 75 Tagen eine deutliche Verbesserung zeigt,
aber nicht an die Leistung von PAqr4 heranreicht. Ein direkter Vergleich mit den
Simulationsergebnissen fiir das Regellernen ist wegen des hier verwendeten kleineren
Straflennetzes (nur 12 Straflenabschnitte) nicht moglich.

Bayes’sche Modelle

Fiir die Uberpriifung der Bayes’schen Pridiktionsmodelle wurde das gleiche Szena-
rio verwendet, mit dem auch die Regelmodelle evaluiert wurden. Hierzu wurde die
Software-Bibliothek NeatSmile verwendet, um die Modell zu verarbeiten und die pro-
babilistische Schéitzung der Geschwindigkeit zu inferieren. Diese Schétzung ist defi-
niert durch den stochastischen Mittelwert der moglichen Geschwindigkeiten:

Vest (coOntext) = Z P(v | context) - value(v) (8.14)
vE Speed

mit context als Evidenzkombination des rdumlichen Kontexts (Straflenabschnitt,
Wetter) und des zeitlichen Kontexts (Wochentag, Tageszeit). Speed bildet die Menge
der acht Geschwindigkeitsklassen entsprechend der Diskretisierung, die auch fiir das
Regelmodell verwendet wurde, und value(v) ist die Funktion, die die Variablenbele-
gung v € Speed auf die entsprechende numerische Geschwindigkeit abbildet.

Bei den Simulationsexperimenten werden zwei Agententypen unterschieden: PAgwy ist
der pradiktive Agent, der Wetterinformationen als Teil von context einbezieht, wih-
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| 0% | Agent | NA' WA  PAgw PAg
0,001 1329 12,63 12,51 13,04
+0,86 40,80 40,62 40,70
0,01 1342 12,77 12,65 13,14
40,92 40,86 40,69 40,73

Tabelle 8.7: Mittlere Fahrtzeiten in Stunden mit Standardabweichung (£)
fiir die jeweiligen Agententypen bei Verkehrsvarianz Ugr und einer Voraus-
schaudistanz von 200 km fiir Wetter.

rend dem Agenten PAp das Wetter nicht als Evidenz vorliegt. Tabelle 8.7 zeigt die
PlaSMA-Simulationsergebnisse der resultierenden Fahrtzeiten aus mindestens 7000
Transporttouren jedes Agententyps. Inferenzstatistisch weichen die Fahrtzeiten laut
Welch-Test bei Signifikanzniveau a=0,05 weniger als 90 Sekunden vom Mittelwert
der Grundgesamtheit aller moglichen Simulationsldaufe ab. Die Werte belegen (p-
Werte < 2,2-10710), dass der pridiktive Agent PAgw kiirze Fahrtzeiten erreicht als
der naive Agent (NA) und der wetter-bewusste Agent (WA). Laut einseitigem 95%-
Konfidenzintervall des Welch-Tests ist PAgw bei 03-20,001 pro Fahrt mindestens 5,85
Minuten (oder 0,7 %) schneller als WA und 45,7 Minuten (oder 5,7 %) schneller als
NA. Agent PAp hingegen kann sich nicht gegen Agent WA durchsetzen, da im Simu-
lationsmodell (Abschnitt 8.5.1, S.258) der Einfluss des Wetters auf die Fahrtzeit dem
Einfluss des Verkehrs insgesamt {iberwiegt. Allerdings ermoglicht die Verkehrsvorher-
sage Agent PAg, die Standardabweichung der Fahrtzeit (0,70 Stunden fiir J?T:O,OOI)
gegeniiber Agent WA (0,80 Stunden) zu reduzieren.

Im Vergleich zum Regelmodell (vgl. Tabelle 8.5) scheint der pradiktive Agent mit
Bayes-Modell (PApw) dem préadiktiven Agenten PAaq sogar leicht unterlegen (12,51
gegeniiber 12,47 Stunden mittlerer Fahrtzeit). Bei der gegebenen Unsicherheit der
Vorhersagen tiberrascht dies zunéchst. Allerdings muss zu Lasten der angewendeten
Regelmodelle festgehalten werden, dass diese iiber Hintergrundwissen der Ortstypen
nach Verkehrsaufkommen (Adens) verfiigen. Fiir die Bayes’schen Modelle hingegen
ist bis auf die verwendete Netzstruktur keinerlei Hintergrundwissen gegeben, da sie
jeden Ort individuell behandeln. Dies zeigt andererseits aber auch, welche Bedeutung
die Einbeziehung von Hintergrundwissen haben kann.

8.5.4 Anderung von Entscheidungen durch Informationen

Die Simulationsexperimente fiir die adaptive Routenplanung mit gelernten Prédik-
tionsmodellen und aktiver Informationsbeschaffung belegen, dass durch zusétzliche
Informationen andere Entscheidungen herbeigefiihrt werden. Dariiber hinaus zeigen
die Simulationsergebnisse, dass hiermit auch eine Verkiirzung von Fahrtzeiten und
somit eine Optimierung einer logistischen Kennzahl herbeigefiihrt werden kann. Der
Grad der erreichten Verbesserung ist jedoch stark vom Simulationsmodell und den
berticksichtigten praktischen Rahmenbedingungen (etwa gesetzlichen Ruhezeiten) ab-
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héngig. Das zeigt sich z. B. in der Sensitivitiat der Geschwindigkeit gegeniiber Wetter
bzw. Verkehr. Daher ist eine fiir die Praxis belastbare quantitative Auswertung auf
reprasentative Realdaten fiir das betrachtete Szenario angewiesen.

In Bezug auf die Informationswerttheorie ist die potentielle Anderung einer Entschei-
dung eine minimale Bedingung fiir eine wertvolle Information (Theorem 3, S.112).
Um die Anderung von Entscheidungen durch zusitzliche Informationen fiir Entschei-
dungsnetze zu verdeutlichen, wird die adaptive Routenplanung im Folgenden an einem
Beispiel illustriert.

Modellierung als Entscheidungsnetz

Die adaptiven Routenplanung beinhaltet mehrere Herausforderung fiir die Modellie-
rung als Entscheidungsnetz. Zum einen sind zeitliche und rdumliche Aspekte abzu-
bilden (vgl. Abschnitte 8.2.1 und 8.2.2). Zum anderen sind die Orte auch Objek-
te mit spezifischen Eigenschaften wie Wetter und Verkehr, so dass abhéngig von
der vorliegenden Situation ein Entscheidungsnetz instantiiert werden muss (vgl. Ab-
schnitt 8.2.3).

Fiir das Bayes’sche Préadiktionsmodell in Abschnitt 8.5.2 (Abbildung 8.13, S. 265) wa-
ren nur jeweils ein Knoten fiir Verkehr und Wetter notwendig, deren Wahrscheinlich-
keitsverteilungen durch den Straflenabschnitt als beeinflussender Zufallsknoten quali-
fiziert wurden. In einem Entscheidungsnetz hingegen wére der Strafienabschnitt durch
einen FEntscheidungsknoten reprasentiert, der das nichste zu wéhlende Segment der
Route abbildet. Eine direkte Ubertragung des Bayes’schen Pridiktionsmodells wiirde
daher dazu fithren, dass sowohl Wetter und Verkehr entscheidungsabhingig wéiren und
somit nach Axiom 1 irrelevant. Dies lasst sich in diesem Fall auch intuitiv nachvollzie-
hen: Die beste Route ist abhéngig vom individuellen Zustand aller potentiell befahre-
nen Straflenabschnitte. Daher kann nicht eine Variable einen Zustandsaspekt fiir alle
Straflenabschnitte beschreiben. Stattdessen werden fiir jeden Straflenabschnitt und
jeden Zustandsaspekt dedizierte Variablen bendtigt. Deren stochastische Spezifikati-
on kann direkt aus der ortsspezifischen bedingten Wahrscheinlichkeit des Bayes’schen
Pradiktionsmodells erfolgen, z. B. fiir das Wetter Weather(a) auf Straenabschnitt a
und sonstige Einfliisse X durch

P (Weather(a) | X) = P(Weather | a, X)

Die weitere Herausforderung ist die Verkniipfung dieser ortsabhéngigen Zustédnde mit
den Optionen des Entscheidungsknotens und dessen Nutzens. Fiir den Fall eines ge-
wéahlten StraBlenabschnitts a ist gerade dessen lokaler Zustand fiir die Nutzenberech-
nung einzubeziehen. Dies lasst sich durch deterministische Knoten abbilden. Fiir jeden
Zustandsaspekt Z des Modells wird ein deterministischer Knoten Z(D) eingefiihrt,
der funktional abhéngig von allen ortsspezifischen Aspekten Z(a;) und der Entschei-
dung D ist. Der Wert des Knotens Z(D) ist dann gegeben durch den Zustandsaspekt
des Knotens Z(ag4), welcher mit der Entscheidungsoption D=a,4 korrespondiert:
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Lele] Weather(al) o] Traffic(al) Lo} Traffic(a2) [a] Weather(a2)
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Abbildung 8.14: Instantiiertes Entscheidungsnetz DNy fiir die Routen-
bewertung bei zwei Straflenabschnitten als Entscheidungsoptionen. Bild-
schirmfoto des Modells in der Software GeNle.

D:ad = Z(D) = Z(ad)

Dieses Vorgehen entspricht gerade der Umformung eines Entscheidungsnetzes in die
kanonische Form Howards (1990). Im Falle der adaptiven Routenplanung koénnen
Wetter und Verkehr ortsspezifisch zu einer Wahrscheinlichkeitsverteilung der zu er-
zielenden Durchschnittsgeschwindigkeit AvgSpeed(a) zusammengefithrt werden. Die
Verbindung der einzelnen Straflienabschnittmodelle mit dem Entscheidungsnetz er-
folgt dann nur iiber einen deterministischen Knoten AvgSpeed(D).

Zusétzlich muss der diskrete Knoten AvgSpeed(D) in einen numerischen Nutzenwert
Speed Value(D) tiberfithrt werden. Fiir die Routenbewertung ist neben der Geschwin-
digkeit jedoch zusétzlich zu beriicksichtigen, dass die einzelnen Abschnitte unter-
schiedlicher Lénge sein kénnen. Dies wird durch einen Wertknoten Length(D) mit den
jeweiligen Léngen der Straflenabschnitte abgebildet. Entsprechend der Formel 8.12
fiir die Fahrzeugagenten kénnen Geschwindigkeit und Streckenldnge dann zu einem
zeitlichen Fahrtkostenwert g kombiniert werden. In Entscheidungsnetzen wird dies in
einem multivariaten Nutzenknoten abgebildet. Dessen Wert muss dariiber hinaus in
einen addquaten Nutzenwert U iiberfithrt werden, da die beste Entscheidung durch
den hochsten Nutzenwert definiert ist (vgl. Formel 4.4, S.85). Fiir das vorliegende
Beispiel wird U=—g als einfachste lineare Ubertragung gewihlt.!2

Abbildung 8.14 zeigt das hieraus abgeleitete Entscheidungsnetz D N7 in einer Instan-
tiierung fiir eine Situation mit zwei zur Auswahl stehenden Straflenabschnitten aq
und ag. Abschnitt a; hat eine Linge von 100km und ist tendenziell weniger durch
Verkehr belastet, wihrend as nur 92 km lang ist, aber ein hoheres erwartetes Verkehrs-
aufkommen hat. Die angenommene A-Priori-Wahrscheinlichkeit fiir das Wetter ist an

12Trotz des negativen Nutzens kann der Informationswert selbst nicht negativ werden, da er als
Differenz zweier dann negativer Nutzenwerte positiv bleibt (vgl. Definition 6 und Theorem 1).
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Traffic Unbekannt VeryLow Low Medium High VeryHigh
Fahrtzeit a; 80,0 75,8 76,2 77,6 85,9 109,6
Fahrtzeit as 78,1 69,6 70,0 71,3 79,0 100,8

Tabelle 8.8: Schditzung der Fahrtzeiten der Straffenabschnitte am Montag-
morgen (als Evidenz e) in DNy abhdngig vom lokalen Verkehr ohne Wet-
ter. Alle Angaben in Minuten.

beiden Orten gleich. Beide Kontextinformationen nehmen Einfluss auf die erwartete
Durchschnittsgeschwindigkeit AvgSpeed(a;). In diesem Beispiel sollte daher auch die
beste Route durch Informationen tiber Wetter und Verkehr beeinflusst werden. Auf
eine mogliche Einbeziehung von Aktionssequenzen fiir aufeinanderfolgende Abschnit-
te als Markov-Entscheidungsprozess bzw. dynamisches Entscheidungsnetz wird hier
zu Gunsten der Nachvollziehbarkeit des Beispiels verzichtet.

Fahrtzeiten und Informationswerte

Ohne Evidenzen iiber Tageszeit und Wochentag hinaus wird in dem modellierten
Beispiel des Entscheidungsnetzes DNy der kiirzere Abschnitt as gegeniiber a1 knapp
bevorzugt. An einem Montagmorgen liegt die geschétzte Fahrtzeit fiir a; bei 80,0
Minuten, wihrend sie fiir ae 78,1 Minuten betrégt.

Kéme als Evidenz hinzu, dass auf Streckenabschnitt a; starker Verkehr herrscht,
Traffic(ay )= VeryHigh, wiirde sich die geschétzte Fahrtzeit fur a; auf 109,6 Minuten
erhohen. Diese Informationen wiirde sich jedoch nach Erhalt als wertlos herausstellen,
da hiermit nur die bisher bevorzugte Route iiber as bestétigt wiirde. Der Informati-
onswert V(Traffic(a1)| Mo, Morning) ist dennoch positiv, da fiir die Verkehrszustande
VeryLow bis Medium die erwartete Fahrtzeit fiir a; unter die von a9 sinkt und somit
zu einer potentiell anderen Entscheidung fiithrt (vgl. Theorem 3). Tabelle 8.8 zeigt
eine Ubersicht der geschiitzten Fahrtzeiten je nach Verkehrslage.

Fiir ag ergibt sich nur bei Traffic(ag)= VeryHigh und einer resultierenden Fahrtzeit
von 100,8 Minuten eine Anderung fiir die bevorzugte Route. Der Informationswert
V(Traffic(az)| Mo, Morning) ist dabei sogar grofier als bei aj. Durch die Beschaffung
der Verkehrsinformation wird fiir a; nur ein Nutzenvorteil geméafi 30 Sekunden ge-
ringerer Fahrtzeit erwartet, wihrend der Vorteil fiir as bei 1,35 Minuten liegt. Fiir
beide Informationen zusammen ergibt sich ein Vorteil von ca. 2 Minuten Fahrtzeit.
Tabelle 8.9 zeigt die Ubersicht der jeweiligen Informationswerte.

Diese eher geringen Informationswerte sind einerseits durch die Unsicherheit iiber die
nach Akquisition erhaltene Belegung der jeweiligen Variable begriindet. Ist die ohne
weitere Information beste Route nach neuer Information noch attraktiver, ist der
Wert dieser Information iiberdies neutral, da ohne Handlungsauswirkung. Die je nach
Verkehrslage stark variierenden Fahrtzeiten zeigen jedoch, dass sich durch beschaffte
Informationen die Routenbewertung stark dndern kann. So steigt z. B. die erwartete
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= = = 3 3 i
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V(X [e) | 0,72 0,63 1,36 049 1,35 2,01 2,93

Tabelle 8.9: Informationswerte in DNy fiir eine Routenbewertung am
Montagmorgen als Evidenz e. Angegeben sind je Variable die Informations-
werte entsprechend der erwarteten gesparten Minuten durch die einzelne
Information oder kombinierte Informationen (. -Spalten).

Fahrtzeit fiir ay bei schlechtesten Bedingungen (fiir Wetter und Verkehr) auf 145,3
Minuten, d. h. um 67,1 Minuten gegeniiber der Schéatzung ohne Information. Die Route
iiber a; wére im Beispielmodell voraussichtlich 65,3 Minuten schneller gewesen.!?

Die relevanzbasierte Informationsbeschaffung fiir das Entscheidungsnetz D N7 ist ne-
ben den A-Priori-Informationswerten (Tabelle 8.9) dann einerseits abhéngig von den
jeweils erhaltenen Informationen {iber Verkehr und Wetter sowie der zur Verfiigung
stehenden Akquisitionszeit. Als initiale Informationswertfront fiir den gegebenen Zeit-
kontext (e =Montagmorgen) ergibt sich gemafl Theorie und der Implementierung in
NeatSmile hierbei:

VFe = {(AvgSpeed(ay); 2,20 — 00), (AvgSpeed(az); 2,00 — o0) }

Da die Durchschnittsgeschwindigkeiten jedoch nicht beobachtbar sind, ist ihr Netto-
wert nicht positiv und die Front wird erweitert und korrigiert auf

VFe = {(Traffic(az); 1,35), (Weather(ay); 0,72),
(Weather(az);0,63), (Traffic(a1);0,49) }

Die relevanzbasierte Informationsbeschaffung akquiriert entsprechend zuerst die In-
formation fur Traffic(az). Hat diese den Wert High, so ist die resultierende Informa-
tionswertfront fiir die neue Evidenzkonfiguration €’:

VFe = {(AvgSpeed(ay); 2,68 — ), (AvgSpeed(asz); 1,13 — c0) }
Diese wird wiederum erweitert und angepasst und es ergibt sich:

VFL = {(Traffic(a1);1,13), (Weather(a1); 1,03)}

Da die Erweiterung nur die minimal nétige Ausdehnung vorsieht und der Nettowert
fiir Traffic(a1) bereits den Bruttowert fur AvgSpeed(az) erreicht (vgl. Algorithmus 5,

13Diese Annahme gilt nur bei stochastischer Unabhingig der Zustinde iiber die Orte. In der Praxis
muss man jedoch von einer Beeinflussung ausgehen. Beispielsweise werden zwei Routen mit gemein-
samen Ausgangspunkt in der Regel stochastisch abhéngiges Wetter haben.
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S.151), muss nur AvgSpeed(a;) erweitert werden. Als Variable mit dem hochsten Net-
towert ergibt sich Traffic(a1). Hat diese den Wert Medium, so ist die resultierende
Informationswertfront fiir die neue Evidenzkonfiguration e”:

VFer = {(AvgSpeed(ay); 2,12 — 00), (AvgSpeed(az); 0,97 — c0) }
Nach Anpassung ergibt sich als Front der wertvollen Variablen:
VFor = {(Weather(a1);1,77)}

Die relevanzbasierte Informationsbeschaffung akquiriert entsprechend die Information
fir Weather(a1). Hat diese den Wert Good, so ist die resultierende Informationswert-
front fiir die neue Evidenzkonfiguration leer, da alle verbleibenden Variablen einen
neutralen Informationswert aufweisen. Das heifit, unabhéngig von Weather(az) steht
die beste Entscheidung bereits fest.

Die vollstandige Informationsbeschaffung hat demnach sequentiell die drei Informatio-
nen Traffic(ag)=High, Traffic(a;)=Medium und Weather(a;)=Good akquiriert. Fiir
die Schiatzungen der Fahrtzeiten resultieren daraus 66 Minuten fiir Straflenabschnitt
a1 und 79 Minuten fir as. Das heifit, die urspriinglich praferierte Route tiber ay wird
durch die neuen Informationen zuriickgewiesen und durch a; ersetzt. In diesem Fall
liegt die gesparte Fahrtzeit also bei voraussichtlich 13 Minuten. Dies entspricht einer
Verkiirzung um ca. 16,5%. Die dafiir aufgewendete Berechnung dauert nur ca. 57
Millisekunden. !4

8.6 Diskussion

In diesem Kapitel wurden bisher vielfiltige Themenfelder zur Uberfithrung des An-
satzes der relevanzbasierten Informationsbeschaffung in die Anwendung bearbeitet.
Als Anwendungsdoméne wurde insbesondere die Logistiksteuerung durch intelligente
Agenten herangezogen. Es stellt sich daher abschlieend die Frage, welche Fortschritte
damit zur Beantwortung der in der Einleitung des Kapitels identifizierten Forschungs-
fragen erzielt worden sind. Aus diesem Grund sollen diese Fragen hier noch einmal

einzeln diskutiert werden.

Wissensakquisition

Kann das benotigte Wissen des Agenten manuell spezifiziert bzw. (zur
Laufzeit) automatisch generiert werden?

In einigen Doménen mag eine manuelle Spezifikation der bendtigten Modelle moglich
sein. Im Allgemeinen ist jedoch davon auszugehen, dass eine ausreichende Spezifika-
tion der Wissensreprisentation zumindest nicht ohne eine Anpassung zur Laufzeit

MFiir die Implementierung aus Kapitel 7 ausgefiihrt auf Rechnerplattform PI (vgl. Seite 192).
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moglich ist. Dies betrifft zum Beispiel die Ermittlung von Wahrscheinlichkeitsmodel-
len bzgl. konkreter (bedingter) Wahrscheinlichkeiten. Damit ist diese Frage auch mit
der Bewertung der Modellqualitat (siehe unten) verbunden.

Als Mafinahme zur Herstellung einer addquaten Wissensrepriasentation wurde daher
das maschinelle Lernen durch die Agenten vorgeschlagen (Abschnitt 8.5.2). In Ab-
schnitt 8.5.3 wurde an einem Beispiel aus der Transportlogistik gezeigt, dass mit ver-
schiedenen Lernverfahren automatisch Pradiktionsmodelle fiir zu erwartende Durch-
schnittsgeschwindigkeiten generiert werden kénnen und dass diese helfen koénnen,
Fahrtzeiten zu verkiirzen und besser abzuschitzen. Als Evaluationsmethode zum Tes-
ten des entsprechenden Agentenverhaltens wurde die multiagenten-basierte Simulati-
on (Abschnitt 8.4) eingesetzt.

Fiir die gelernten Modelle wurde eine grofle Anzahl von Beobachtungen als Lerngrund-
lage verwendet, die (mit Ausnahme des Q-Learning) aus historischen Daten generiert
wurden. In Umgebungen mit sich dndernden Grundeigenschaften (etwa neuen Ver-
kehrswegen) oder sensorspezifischen Agentenbeobachtungen kénnen historische Daten
nur begrenzt zum Lernen verwendet werden. Stattdessen miissen Modelle bei abwei-
chenden oder neuen Beobachtungen durch die Agenten adaptiert werden. In partiell
sichtbaren und komplexen Umgebungen ist jedoch fraglich, inwieweit einzelne Agen-
ten eine ausreichend représentative Stichprobe neuer Beobachtungen selbst erheben
konnen. Weitere Forschung sollte daher untersuchen, wie das gemeinsame Wissen ko-
operierender Agenten fiir ein verteiltes Lernen und Adaptieren von Wissensmodellen
genutzt werden kann.

Abbildung auf Entscheidungsnetze

Kann das Wissen und das Entscheidungsmodell des Agenten addquat auf
Entscheidungsnetze abgebildet werden?

Diese Frage stellt die grofite wissenschaftliche Herausforderung fiir die Uberfiihrung in
die Anwendung dar. Einerseits sind Entscheidungsnetze bzw. dynamische Entschei-
dungsnetze als Abbildung von Markov-Entscheidungsprozessen eine sehr méchtige
Modellierungsmethode. Andererseits ist bei Doménen mit vorher unbekannten bzw.
dynamischen Objekten eine situationsspezifische Szeneninstanziierung notwendig, um
die Beschrankungen rein propositionaler Modelle aufzuheben. Ferner ist der rdumlich-
zeitliche Kontext in vielen Anwendungsdoménen ein wichtiger Faktor, der addquat im
Entscheidungsnetz eingebunden werden muss.

In Abschnitt 8.2 wurde die situative Qualifikation und Instanziierung von Entschei-
dungsnetzen fiir rdumlich-zeitliche Kontexte und dynamische Szenen eingehend un-
tersucht und mogliche Ansétze zur Umsetzung vorgeschlagenen. In Abschnitt 8.5.4
wurde die konkrete Abbildung eines Bayes’schen Prédiktionsmodells fiir das adapti-
ve Routing auf ein situationsspezifisch instanziiertes Entscheidungsnetz beschrieben.
Damit konnte die generelle Anwendbarkeit des entwickelten Ansatzes zumindest fiir
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dhnlich gelagerte Problemstellungen gezeigt werden. Dennoch ist die Szeneninstan-
zilerung fiir probabilistische Modelle ein komplexes Forschungsfeld, das in Zukunft
weitere Aufmerksamkeit erfahren wird (vgl. auch Domingos et al., 2006, 2008; Koller
und Pfeffer, 1997).

Informationsquellen

Sind die benotigten Informationen durch eigene Sensorik oder externe In-
formationsquellen grundsétzlich verfiighar und kénnen diese Quellen zur
Laufzeit identifiziert und angefragt werden?

Die Adressierung dieser Forschungsfragen sollte nicht ohne gegenseitige Beriicksichti-
gung von Wissensreprasentation auf der einen Seite und Sensor-Hardware bzw. Infor-
mationsdiensten auf der anderen Seite erfolgen. Einerseits sind Entscheidungsnetze
in der Lage, auch mit fehlenden Informationen rationale Entscheidungen zu treffen.
Somit ist die Nichtverfiigbarkeit einer Information kein Ausschlusskriterium fiir die
Berticksichtigung in der Modellierung. Andererseits sind die in einem Modell ent-
haltenen Gréflen und eventuell eine Analyse ihrer potentiellen Informationswerte ein
wichtiger Anhaltspunkt fiir Sensoren bzw. Informationsquellen, mit denen ein intelli-
genter Agent ausgestattet werden sollte.

In Abschnitt 8.3.1 wurde zu diesem Zweck eine ontologische Modellierung der senso-
rischen Fahigkeiten des Agenten und der zusétzlich verfliigbaren Informationsquellen
vorgeschlagen. Fiir die Einbeziehung der ggf. erhaltenen Informationen ist zusatzlich
zu beriicksichtigen, dass diese korrekt interpretiert und eventuell iibersetzt werden
miissen, um im jeweiligen Entscheidungsnetz verarbeitet werden zu konnen. Auch hier
kann eine Ontologie helfen, die Ausgabe der Quellen (physikalische Grofie, Einheit,
Format) so zu beschreiben, dass eine automatische Interpretation durch den Agenten
moglich ist.

In einigen Anwendungsdoménen kommt als Schwierigkeit hinzu, dass die bendtig-
ten Informationsquellen nicht statisch verfiigbar oder nicht zur Entwurfszeit bekannt
sind. Dariiber hinaus kénnen die durch bekannte Quellen angebotenen Informationen
variieren. So sind intelligente Agenten selbst Trager von aktuellen Erfahrungen, die ab-
héngig von ihrem Einsatzgebiet veralten oder neu hinzukommen. In Abschnitt 8.3.2
wurden daher Ansiitze untersucht, mit denen eine Uberschneidung von Informati-
onsbedarf und Informationsangebot in rdumlich-zeitlichen Kontext ermittelt werden
kann, um geeignete Kooperationspartner fur den Informationsaustausch dynamisch
zu identifizieren.

Modellqualitat

Wie kann die Modellqualitéit der verwendeten Entscheidungsnetze bewer-
tet und gewéhrleistet werden?
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Die Modellqualitéit ist bestimmt durch die Abweichung der Annahmen des Modells
von den tatsdchlichen Figenschaften der modellierten Doméne. Einerseits betrifft dies
die Angemessenheit der Abstraktion, die bei jeder Modellierung vorgenommen wird.
Insbesondere ist aber auch fiir eine adédquate Abstraktion eine Abweichung vom Mo-
dellgegenstand moglich. Ein Beispiel hierfiir ist Unwissenheit iiber die genauen Wahr-
scheinlichkeitswerte in einem probabilistischen Modell (vgl. auch Abschnitt 3.2.5).

Allerdings sind diese Modellabweichungen nur so bedeutsam, wie sie die Leistung
des betreffenden intelligenten Agenten beeinflussen. Das heifit, Fehlannahmen {iber
Wahrscheinlichkeiten miissen nicht zwangslédufig zu schlechteren Entscheidungen fiih-
ren. Daher ist die Modellqualitdt zusatzlich zur einfachen Genauigkeit etwa eines
Pradiktionsmodells in Bezug auf die Auswirkung anwendungsspezifischer Leistungs-
kennzahlen zu untersuchen. Als Methode hierfiir wurde die Sensitivitdtsanalyse mit
stochastischer Simulation vorgeschlagen (Abschnitt 8.4.2).

Wird die Leistung von Agenten in einer Simulationsumgebung getestet, sind jedoch
gef. auch simulationsspezifische Anderungen am getesteten Agenten selbst notwendig.
Diese Anderungen kénnen jedoch die Aussagekraft der Simulationsergebnisse fiir die
eigentliche Anwendungsdoméne in Frage stellen. Daher ist eine minimale Abweichun-
gen der verwendeten Modelle fiir die Simulation und der operativ eingesetzten Agen-
ten anzustreben. Mit der multiagentenbasierten Simulation (Abschnitt 8.4) wird eine
natiirliche Abbildung der operativen Steuerungsagenten auf das Simulationsmodell er-
moglicht. Hierzu wurde das Simulationssystem PlaSMA entwickelt (Abschnitt 8.4.3),
welches Kausalitdt und Reproduzierbarkeit sicherstellt sowie individuelle Anpassun-
gen fiir eine adidquate Zeitdiskretisierung ermoglicht. Mit dem Ansatz des Uniform
Agent Design (Abschnitt 8.4.3, S.255) wird iiberdies der simulationsspezifische Code
minimiert und die Uberfiihrung der Agenten zwischen Simulation und tatsichlicher
Anwendung erleichtert.

Einfluss von Informationen

Welchen Einfluss und Nutzen hat die relevanzbasierte Informationsbe-
schaffung in Bezug auf die Leistungskennzahlen der Anwendungsdoméne?

Die konkrete Beantwortung dieser Forschungsfrage mit quantitativen Aussagen ist
nur anwendungsabhéngig moglich. Das Maf fiir den Grad der Beeinflussung und den
Nutzen zusétzlich akquirierter Informationen sind entsprechend anwendungsspezifi-
sche Leistungskennzahlen. Eine Erhebung und Auswertung dieser Kennzahlen kann
mit multiagentenbasierter Simulation auf der Basis von Realdaten oder im Vergleich
zu Referenzproblemen erfolgen.

In diesem Kapitel konnte an einem transportlogistischen Szenario (Abschnitt 8.5.1)
gezeigt werden, wie sich zusétzliche Informationen und darauf basierende Vorhersagen
auf Routenentscheidungen von Transportfahrzeugen auswirken, so dass Fahrtzeiten
reduziert werden (vgl. Abschnitt 8.5.3). Abschnitt 8.5.4 verdeutlicht dariiber hinaus
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fiir eine konkret anstehende Entscheidung zwischen zwei Straflenabschnitten, wie das
Problem durch Entscheidungsnetze modelliert werden kann und wie Informationen,
abhingig von ihrer Relevanz, Einfluss auf die Schitzung der Fahrtzeit nehmen. Das
Beispiel zeigt auch, wie die relevanzbasierte Informationsbeschaffung iterativ die Un-
sicherheit iiber die Entscheidungssituation verringert und dadurch am Ende zu einer
anderen und besseren Routenentscheidung kommt.

8.7 Zusammenfassung

In diesem Kapitel wurde untersucht, welche Schritte zu unternehmen sind, um den
in dieser Arbeit entwickelten Ansatz der relevanzbasierten Informationsbeschaffung
in die Anwendung zu tberfithren. Hierflir wurden entsprechende Forschungsfragen
identifiziert, die am Beispiel der Steuerung von Transportprozessen durch intelligente
Agenten untersucht wurden.

Dazu wurde zuerst in das Forschungsgebiet Selbststeuerung mit den zugrunde lie-
genden Technologien sowie Beispielen fiir autonome Entscheidungen und relevante
Informationen eingefiihrt. Dariiber hinaus wird eine ontologische Modellierung der
Logistikdoméne vorgestellt, die als semantische Grundierung der Wissensreprésenta-
tion intelligenter Agenten dienen kann.

Die relevanzbasierte Informationsbeschaffung stiitzt sich wesentlich auf die Repra-
sentation von Wissen und Entscheidungen in Entscheidungsnetzen. Diese probabi-
listischen Modelle sind propositional und damit im Gegensatz zur Prédikatenlogik
nicht unmittelbar geeignet, Eigenschaften beliebiger, unbeschrankter Objektmengen
zu beschreiben. Dariiber hinaus miissen fiir zeitlich und rdumlich ausgedehnte An-
wendungsgebiete die entsprechenden Kontexte addquat repréasentiert werden. Hierfiir
geeignete Erweiterungen und Modellierungsmuster fiir Entscheidungsnetze wurden
eingehend untersucht und an Beispielen vorgestellt.

Die in einem Entscheidungsnetz als Knoten modellierten Grofien stellen die Infor-
mationen dar, die in die Entscheidungsfindung eines intelligenten Agenten einflieflen
kénnen. Jedoch sind nicht alle Groflen direkt und stédndig durch eigene Sensoren des
Systems beobachtbar. Daher wurden Methoden untersucht, um einerseits sensorische
Fahigkeiten und weitere Informationsquellen explizit zu modellieren und andererseits
diese Quellen als Sensorknoten oder schwache Evidenz in Entscheidungsnetze ein-
zubinden. Hierbei wurde auch beriicksichtigt, wie dynamische Informationsbedarfe
durch wechselnde raumlich-zeitliche Kontexte als Relevanzregionen abgebildet und
identifiziert werden kénnen. Diese Bedarfe konnen dann als Anfrage an mogliche ex-
terne Quellen kommuniziert werden. Die Deckung der Informationsnachfrage durch
das Angebot der Quelle kann z. B. durch topologische Kalkiile tiberpriift werden.

Ein wichtiger Aspekt der Uberfiihrung der relevanzbasierten Informationsbeschaffung
in die Anwendung ist die ausfiihrliche Evaluation des Verhaltens der intelligenten
Agenten. Einerseits ist zu priifen, ob diese generell in der Lage sind, z. B. Logistikpro-
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zesse angemessen zu steuern. Andererseits muss der Informationsbedarf der Agenten
gedeckt und durch zielgerichtete Informationsbeschaffung gesichert werden. Daher
ist der Einfluss fehlender bzw. zusétzlicher Informationen zu untersuchen. Dies gilt
insbesondere fiir die Auswirkung auf anwendungsspezifische Leistungskennzahlen. Als
entsprechende Methoden zur Evaluation wurden die multiagenten-basierte Simulation
(z.B. mit dem System PlaSMA) und die Sensitivitdtsanalyse vorgeschlagen.

Als logistisches Beispiel einer solchen Untersuchung wurde die adaptive Routenpla-
nung von Transportfahrzeugen vorgestellt, die abhéngig von den 6rtlichen Bedingun-
gen Verkehr und Wetter ihre Pldne anpassen. Das Szenario wurde fiir intelligente
Agenten in PlaSMA implementiert und fiir unterschiedliche Wissensmodelle zur Ab-
schitzung erwarteter Geschwindigkeit evaluiert. Hierbei konnte gezeigt werden, dass
zusétzliche Informationen zu einer Verkiirzung von Fahrtzeiten fithren und die be-
notigten Informationsmodelle durch maschinelles Lernen generiert werden koénnen.
Zusatzlich wurde eine Entscheidungssituation der adaptiven Routenplanung in ihrer
Umsetzung mit Entscheidungsnetzen detailliert erldutert. Dabei wurde auch verdeut-
licht, wie die relevanzbasierte Informationsbeschaffung in dieser Situation Informa-
tionen identifiziert, bewertet und beschafft, so dass daraus eine andere und bessere
Entscheidung resultiert.

SchlieBlich werden die erzielten Ergebnisse fiir eine Uberfiihrung der relevanzbasier-
ten Informationsbeschaffung in die Anwendung anhand der anfangs identifizierten
Forschungsfragen diskutiert. Insgesamt konnte die Anwendbarkeit des Ansatzes und
dessen Nutzen fiir Beispielanwendungen gezeigt werden. So werden durch zielgerichtet
akquirierte Informationen Routenentscheidungen von Transportmittelagenten ange-
passt, so dass sich Fahrtzeitschitzungen verbessern und schliefSlich Fahrtzeiten verkiir-
zen. Damit wurden mit diesem Kapitel Beitrage geleistet, die einerseits den moglichen
Nutzen des Ansatzes in Anwendungen motivieren und andererseits dessen praktische
Nutzbarkeit zeigen. Dabei ist insbesondere die gemerische Szeneninstanziierung von
Entscheidungsnetzen und das effiziente Lernen geeigneter Wahrscheinlichkeitsmodelle
aus lokalen Beobachtungen eine Herausforderung fiir weiterfithrende Forschung.



Kapitel 9
Zusammenfassung und Ausblick

In der vorliegenden Arbeit wurde erstmals ein Ansatz fir die relevanzbasierte Infor-
mationsbeschaffung intelligenter Agenten entwickelt. Die relevanzbasierte Informati-
onsbeschaffung ermdéglicht es intelligenten autonomen Systemen, zielgerichtet und ef-
fizient die Informationen zu identifizieren, bewerten und akquirieren, welche fiir eine
anstehende Entscheidung die grofite Bedeutung haben. Hierfiir konnten zum einen die
theoretischen Grundlagen gelegt und bewiesen sowie die entsprechenden Algorithmen
entwickelt werden. Zum anderen wurde der Ansatz in einer Software-Implementierung
umgesetzt, deren Effizienz mit der Evaluation des Laufzeitverhaltens gezeigt wurde.
Dariiber hinaus wurde ausfiihrlich die Uberfiihrung der relevanzbasierten Informati-
onsbeschaffung in konkrete Anwendungen intelligenter Agenten untersucht und am
Beispiel der Logistik erlautert.

Dieses Kapitel fasst die Arbeit zusammen und leitet Fragestellungen fiir die weitere
Forschung ab. Die Zusammenfassung (Abschnitt 9.1) rekapituliert dazu die wichtigs-
ten Ergebnisse der Arbeit und stellt den dabei geleisteten wissenschaftlichen Beitrag
heraus. Abschnitt 9.2 gibt einen Ausblick auf mogliche Erweiterung des Ansatzes
einerseits und dessen praktische Anwendungen andererseits.

9.1 Zusammenfassung

Die Ausgangsmotivation der relevanzbasierten Informationsbeschaffung fiir intelligen-
te Agenten ergibt sich aus der Problemstellung, dass die Giite von Entscheidungen,
die unter Unsicherheit iiber den Zustand der Umgebung getroffen werden, signifikant
von Informationen iiber diesen Zustand und dessen addquater Représentation abhén-
gen. Dabei kénnen Informationen sowohl relevant aber nicht verfiighar sein und auf
der anderen Seite verfiigbar aber irrelevant. Letztere effizient auszuschlielen, ist ins-
besondere im Hinblick auf eine zunehmende ,Informationsflut* von Bedeutung. Der
Grad der Relevanz einer Information ist hierbei abhéngig von der anstehenden Ent-
scheidung. Somit kann nicht zur Entwurfszeit festgelegt oder quantifiziert werden, wie
relevant mogliche Informationen sind.

279



280 KAPITEL 9 — ZUSAMMENFASSUNG UND AUSBLICK

Daher wurde untersucht, wie die Informationslage bzw. das ,Situationsbewusstsein®
intelligenter Agenten einerseits durch fehlende Informationen und andererseits durch
zusétzliche Informationen Entscheidungen beeinflusst. Dariiber hinaus sollte das Si-
tuationsbewusstsein proaktiv durch eine Informationsbeschaffung des Agenten verbes-
sert werden. Hierzu mussten eine Wissensreprasentation und ein Entscheidungsmodell
gewahlt werden, die auch bei unvollstdndigen Informationen rationale Entscheidungen
ermoglichen. Ferner mussten Verfahren entwickelt werden, mit denen die wertvollsten
Informationen fiir eine anstehende Entscheidung zielgerichtet und effizient identifiziert
und schliellich beschafft werden kénnen.

In den folgenden Abschnitten werden die erzielten Ergebnissen zu den einzelnen
untersuchten Aspekten informierter Entscheidungsfindung intelligenter Agenten zu-
sammengefasst. In Abschnitt 9.1.1 werden die identifizierten Entwurfskriterien fiir
ysituationsbewusste“ Agenten sowie die Resultate zu den untersuchten Grundlagen
der Wissensreprésentation und Entscheidungsfindung dargestellt. In Abschnitt 9.1.2
wird der entwickelte Ansatz der relevanzbasierten Informationsbeschaffung zusam-
mengefasst. Dessen Implementierung und Uberfithrung in die Anwendung werden in
Abschnitt 9.1.3 beschrieben. Abschnitt 9.1.4 stellt schliellich den durch die Arbeit
erzielten wissenschaftlichen Beitrag insgesamt heraus.

9.1.1 Grundlagen informierter Entscheidungen

Kapitel 2 fiithrt in die Grundlagen autonomer intelligenter Systeme ein. Hierzu wer-
den einerseits die Bedeutung der Autonomie fiir technische Systeme interpretiert sowie
Klassen autonomer Systeme unterschieden und mit den zugehorigen Begrifflichkeiten
und Anwendungen eingefiihrt. Dariiber hinaus wird die Rationalitdt von Agenten im
Hinblick auf deren Umgang mit fehlenden Informationen analysiert. Als Eigenschaft
oder Bewertungskriterium der Rationalitidt wird hierzu das Konzept ,Situationsbe-
wusstsein“ (Endsley, 2000) auf intelligente Agenten iibertragen. Es werden Aspekte
und Fahigkeiten fiir technisches Situationsbewusstsein identifiziert und entsprechende
Kriterien und Anforderungen fiir die Wissensreprésentation und -verarbeitung abge-
leitet, die ein intelligenter Agenten hierzu erfiillen sollte.

Kapitel 3 untersucht die grundlegenden und fortgeschrittenen Ansétze formaler Wis-
sensreprasentation im Hinblick auf deren Eignung fiir intelligente Agenten. Hierzu
werden bestehende logische, probabilistische sowie hybride Ansétze und deren Anwen-
dungen beschrieben. Vor dem Hintergrund des Situationsbewusstseins steht hierbei die
Fahigkeit der Ansétze im Fokus, mit unvollstdndigem oder unsicherem Wissen umzu-
gehen, da insbesondere in ausgedehnten und dynamischen Anwendungsumgebungen
nur eine partielle Sichtbarkeit des relevanten Systemzustands gegeben ist. Gesondert
wird daher auch auf die Diskretisierung und qualitative Représentation von konti-
nuierlichen Systemgrofien etwa fiir eine rdumlich-zeitliche Abstraktion eingegangen.
Die probabilistische Wissensrepriasentation wird insgesamt als fiir die Anforderun-
gen geeignetste Klasse von Ansétzen bewertet. Es werden jedoch auch deren Grenzen
aufgezeigt, die teilweise durch hybride Ansédtze wie Markov-Logik aufgehoben werden.
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In Kapitel 4 wird der Bezug der Wissensrepréisentation und des vorhanden Wissens
eines intelligenten Agenten zu den Mechanismen seiner Entscheidungsfindung her-
gestellt. Als zusédtzliche Komponente im Aufbau intelligenter Agenten wird in das
Wissensmanagement fiir Agenten eingefiihrt. Hiermit sollen insbesondere relevante
Informationen fiir die Entscheidungen des Agenten aktiv beschafft werden. Heraus-
forderungen fiir die Umsetzung dieser Unterstiitzungsfunktion sind jedoch die Identifi-
kation der wertvollsten Informationen und die dazu benétigten Bewertungsmaiflstébe.
Mogliche Verfahren fiir diese Bewertung sind jedoch abhéngig vom eingesetzten Ent-
scheidungsmodell. Es werden daher Ansétze fiir zielgerichtete und nutzenorientierte
Entscheidungen vorgestellt. Insbesondere werden hierbei die nutzenorientierten Ver-
fahren betrachtet, da diese im Hinblick auf eine Entscheidungsfindung unter Unsicher-
heit iiber den Zustand der Umgebung und den tatséchlichen Ausgang von gewéhlten
Aktionen entwickelt wurden.

Als Untersuchungsergebnis der Grundlagen informierter Entscheidungen intelligen-
ter Agenten wird eine probabilistisch-entscheidungstheoretische Modellierung als am
besten geeignet fiir die Ausgangsproblemstellung und Zielsetzung der Arbeit erkannt.
Dariiber hinaus werden vorhandene Ansétze der Meta-Steuerung von Agenten als
unterstiitzende Sekundérprozesse zur Entscheidungsfindung untersucht. Hierzu z&hlt
daher auch die relevanzbasierte Informationsbeschaffung fiir intelligente Agenten, fiir
die bisher nur eingeschrénkte Ansétze bestanden (So und Sonnenberg, 2007).

9.1.2 Ansatz zur Informationsakquisition

Kapitel 5 untersucht die Informationswerttheorie (Howard, 1966) angewendet auf Ent-
scheidungsnetze als Ansatz fir die Identifikation und Bewertung von Informationen.
Die Informationswerttheorie bietet eine entscheidungstheoretisch fundierte quantita-
tive Bewertung der Relevanz einer Information fiir eine anstehende Entscheidung.
Entscheidungsnetze als Erweiterung Bayes’scher Netze ermdglichen eine strukturierte
Modellierung fiir rationale Entscheidungen unter Unsicherheit nach dem Prinzip des
maximalen erwarteten Nutzens. In Entscheidungsnetzen sind alle Knoten, die sto-
chastisch Einfluss auf den erwarteten Nutzen einer Entscheidung ausiiben, potentiell
relevant. Es konnen daher nur Knoten vollstdndig ausgeschlossen werden, die vom
Nutzenknoten separiert sind. Diese Knoten kénnen durch dass graphentheoretische
Kriterium der d-Separation effizient bestimmt werden. Damit wird der Suchraum re-

levanter Information jedoch zundchst kaum eingeschréankt.

Beziiglich der quantitativen Relevanzbewertung einer Information lasst sich aus der
Struktur des Entscheidungsnetzes zusétzlich eine partielle Ordnung der Knoten nach
Relevanz ableiten. Diese Ordnung ergibt sich aus der paarweisen d-Separation zweier
Knoten in Bezug auf den Nutzenknoten. Alle nach dieser partiellen Ordnung infe-
rioren Knoten/Informationen kénnen somit von der Informationsbeschaffung vorerst
ausgeblendet werden. In dieser Arbeit wurde hieraus als minimale Menge der wert-
vollsten Knoten die so genannte Informationswertfront abgeleitet, die beweisbar die
wertvollste Einzelinformation enthélt. Die Relevanzordnung der Knoten innerhalb der
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Front ist jedoch nicht strukturell zu ermitteln. Daher miissen fiir die Frontvariablen
die Informationswerte jeweils berechnet werden, so dass schliellich die wertvollste
Einzelinformation der Informationswertfront ermittelt und beschafft werden kann.

In Kapitel 6 werden die entsprechenden Algorithmen fiir eine relevanzbasierte Infor-
mationsbeschaffung als paralleler Metasteuerungsprozess intelligenter Agenten entwi-
ckelt. Es wird gezeigt, dass eine iterative Akquisition durch vertiefende Exploration
des Graphen keine Auffindung der wertvollsten Information garantiert. Daher werden
auf der Grundlage der Informationswertfront mit bewiesenen Eigenschaften (Kapi-
tel 5) die Algorithmen fiir eine semi-myopische relevanzbasierte Informationsbeschaf-
fung entwickelt. Das Verfahren ist insofern semi-myopisch, als es jeweils zwar nur
einzelne Informationen statt Informationsmengen bewertet und beschafft, aber den-
noch durch ein iteratives Vorgehen abhéngig von der verfiigharen Zeit alle relevanten
Informationen findet. Durch die Algorithmen wird auch beriicksichtigt, dass Infor-
mationen nicht beobachtbar sein kénnen oder fiir ihre Beschaffung eventuell Kosten
anfallen. In dem Kapitel werden dariiber hinaus einerseits mogliche Effizienzsteige-
rungen der Algorithmen analysiert (etwa durch Parallelisierung). Andererseits werden
die Eigenschaften des semi-myopischen Vorgehens sowie die prinzipiellen Grenzen der
Identifikation relevanter Informationen durch intelligente Agenten dargelegt.

9.1.3 Umsetzung und Anwendung

In Kapitel 7 wird die relevanzbasierte Informationsbeschaffung durch eine Software-
Implementierung umgesetzt. Die Implementierung in der Programmiersprache Java
besteht aus der allgemeinen Bibliothek NeatSmile zur Verarbeitung von Entschei-
dungsnetzen sowie der eigentlichen relevanzbasierten Informationsbeschaffung. Neat-
Smile erméglicht den Zugriff auf probabilistische Modelle aufbauend auf der beste-
henden Software SMILE und ihrem Dateiformat. Dariiber hinaus bietet NeatSmile
strukturelle Analysen (z.B. iiber stochastische Abhéngigkeiten) sowie als Inferenzen
die Berechnung von A-Posteriori-Wahrscheinlichkeiten und Informationswerten.

Die Implementierung wird beziiglich Funktionsfdhigkeit und Laufzeitperformanz an-
hand reprasentativer Entscheidungsnetze unterschiedlicher Komplexitat evaluiert. Die
statistische Auswertung der Experimente zeigt, dass der Ansatz und seine Implemen-
tierung sehr effizient sind und mit Berechnungszeiten unter 100 Millisekunden fiir die
vollstandige Identifikation, Bewertung und Akquisition aller relevanten Informationen
fur viele Anwendungsdoménen geeignet ist. Dies ist bemerkenswert, da die Berech-
nung eines Informationswerts in der Aufwandsklasse #P liegt. Hier zeigt sich der
Nutzen der Informationswertfront zur Reduzierung der Laufzeit der relevanzbasier-
ten Informationsbeschaffung durch effizienten Ausschluss anderer Informationen. Die
vollstiandige strukturelle Analyse fiir die Informationswertfront benotigte nur 1,8 %
der Zeit fiir eine einzige Informationswertberechnung. Somit ist diese Vorverarbei-
tung bereits beim Ausschluss nur einer Information gegeniiber der Berechnung aller
Informationswerte nach Laufzeit iiberlegen.
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In Kapitel 8 wird schlieflich die Uberfiihrung des Ansatzes in konkrete Anwendungs-
domaénen fiir intelligente Agenten untersucht. Hierzu werden Anforderungen zur Mo-
dellierung und Evaluation der Entscheidungsmodelle der Agenten und des Einflusses
von Informationen identifiziert. Am Beispiel der Logistiksteuerung durch intelligen-
te Agenten werden entsprechende Losungsansétze fiir eine dynamische und rdumlich
ausgedehnte Doméne mit dynamischer Szeneninstanziierung der Entscheidungsnetze
entwickelt. Hierbei wird auch untersucht, inwieweit die benétigten Modelle durch ma-
schinelles Lernen der Agenten automatisch generiert bzw. adaptiert werden koénnen.
Dartiber hinaus wird der positive Einfluss zusétzlicher Informationen auf Entschei-
dungen und Leistungskennzahlen in Szenarien der adaptiven Routenplanung gezeigt.

9.1.4 Wissenschaftlicher Beitrag

Wihrend die Entscheidungstheorie und die Informationswerttheorie (Howard, 1966)
bereits grundsétzliche Methoden bieten, um die Relevanz von Informationen zu be-
werten, sind diese Theorien bisher nicht fiir die zielgerichtete Informationsakquisition
intelligenter Agenten fortentwickelt und eingesetzt worden. Dies ist auch darin be-
griindet, dass die Berechnung des Informationswerts sehr komplex und damit zeit-
aufwendig ist (Krause und Guestrin, 2009). Somit ist die Informationswerttheorie in
komplexen Umgebungen nicht ohne Weiteres geeignet, um eine Vielzahl verfiigbarer
Informationen einzeln zu bewerten. Daher ist es erforderlich, intelligente Agenten in
die Lage zu versetzen, einige Informationen durch bestehendes Hintergrundwissen oh-
ne nihere Betrachtung und Relevanzquantifizierung auszusortieren. In dieser Arbeit
wurde ein entsprechendes Verfahren fiir Entscheidungsnetze entwickelt, das die An-
zahl zu betrachtender Variablen minimiert und trotzdem beweisbar die Ermittlung der
wertvollsten Informationen garantiert. Dabei werden erstmals auch unbeobachtbare
Grofen, potentielle Beschaffungskosten sowie hinzukommende Evidenzen beriticksich-
tigt.

Auch bei relaxierten Echtzeitanforderungen muss eine relevanzbasierte Akquisition
benotigter Informationen stets berticksichtigen, fiir welchen Zeitpunkt und welche
Entscheidung eine Information benétigt wird. Die vorliegende Arbeit leistet den Bei-
trag einer relevanzbasierten Informationsbeschaffung, die als Metasteuerungsprozess
eines intelligenten Agenten ausgefiithrt wird. Dieser parallele Prozess passt sich au-
tomatisch an sich dndernde Entscheidungssituationen an und verbessert dabei itera-
tiv das Situationswissen des Agenten fiir eine informierte Entscheidungsfindung. Die
praktische Umsetzbarkeit wird durch eine Software-Implementierung nachgewiesen.
Ausfiihrliche Performanztests zeigen die Effizienz des Ansatzes.

Insgesamt leistet die Arbeit damit eine mathematische Fundierung fiir die informierte
Entscheidungsfindung intelligenter Agenten in partiell sichtbaren Umgebungen mit zu-
gehoriger Relevanzbewertung und effizienter Informationsbeschaffung. Dieser Ansatz
kann damit als eine Ubertragung des Forschungsgebiets Situationsbewusstsein (Ends-
ley, 2000) auf intelligente Agenten angesehen werden, welches bisher nur menschliche
Akteure in kritischen Anwendungsbereichen betrachtete.
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Zusétzlich wurden Voraussetzungen definiert und wichtige Grundlagen gelegt, um den
Ansatz der relevanzbasierten Informationsbeschaffung in eine praktische Anwendung
zu Uberfithren. Hierzu gehort insbesondere die dynamische Szeneneninstanziierung
von Entscheidungsnetzen mit rdumlich-zeitlichen Kontextinformationen. Dariiber hin-
aus wurde gezeigt, wie zusétzliche Informationen in der adaptiven Routenbewertung
durch Agenten zu anderen Entscheidungen fithren und Fahrtzeiten statistisch signifi-
kant reduzieren.

9.2 Ausblick

Durch die erzielten Ergebnisse konnte eine wesentliche Grundlage fiir weitere Arbeiten
auf dem Gebiet der aktiven Informationsbeschaffung zur Erhéhung des Situations-
bewusstseins intelligenter Agenten geschaffen werden. Folglich ergeben sich zahlrei-
che Ankniipfungspunkte fiir weitere Grundlagenforschung und anwendungsorientierte
Forschung in dem Themenfeld. Im Folgenden werden zum einen mégliche funktionale
Erweiterungen des Ansatzes identifiziert (Abschnitt 9.2.1) und zum anderen Potentia-
le fiir weitere Effizienzsteigerungen diskutiert (Abschnitt 9.2.2). Dariiber hinaus wird
ein Ausblick auf weitere Anwendungen der relevanzbasierten Informationsbeschaffung
gegeben (Abschnitt 9.2.3).

9.2.1 Erweiterungen des Ansatzes

Mehrfach wurde in dieser Arbeit auf die Eigenschaft von Bayes’schen Netzen und Ent-
scheidungsnetzen hingewiesen, propositionale Groflen mit vorgegebenen Belegungen,
aber, im Unterschied zur Pradikatenlogik, keine Relationen und beliebige Belegungen
abzubilden. Dieser syntaktischen Einschrankung wurde mit dem Konzept der situati-
ven Kontextqualifikation und Szeneninstanziierung begegnet (Abschnitt 8.2). Hiermit
kénnen zwar dynamisch Objekte und Kontexte behandelt jedoch nicht unmittelbar
Objektrelationen abgebildet werden. Ferner wurde das benoétigte Transformations-
und Instanziierungverfahren fiir Entscheidungsnetze zwar fiir logistische Anwendun-
gen skizziert. Es wurde jedoch noch kein vollstédndiges mathematisches Modell mit
darauf basierender Implementierung fiir die automatische und domdnenunabhdingige
Transformation entwickelt. Hier bieten sich interessante Ankniipfungspunkte fiir wei-
tere Forschung zur Verbindung logischer und probabilistischer Ansétze. Insbesondere
wéare zu untersuchen, inwieweit sich die entsprechenden Arbeiten fiir Markov-Netze
(Domingos et al., 2008) auf (Bayes’sche) Entscheidungsnetze tibertragen lassen.

Die relevanzbasierte Informationsbeschaffung setzt auf den entscheidungstheoreti-
schen Informationswert in Entscheidungsnetzen als Relevanzmaf. Dadurch wird die
Anwendung des Ansatzes auf Entscheidungsnetze eingegrenzt. In einigen Anwendun-
gen intelligenter Agenten kénnen jedoch andere Entscheidungsmodelle bevorzugt wer-
den. Auch sind Bayes’sche Pradiktionsmodelle denkbar, die anstelle eines Referenz-
knotens flir den Nutzen und zugehoriger Entscheidung eine normale Zufallsgréfle Z



ABSCHNITT 9.2 — AUSBLICK 285

als Ziel- und Ausgabeknoten definieren. In diesen Pradiktionsmodellen existiert kein
entscheidungstheoretischer Informationswert. Hingegen kann hier die Entropieauswir-
kung auf die Wahrscheinlichkeitsverteilung von Z als Relevanzmafl verwendet werden
(vgl. Krause und Guestrin, 2009). Fiir weitere Forschung wére daher zu untersuchen,
inwieweit der Ansatz der Informationswertfront zur Minimierung zu betrachtender
Einflussgroflen auf Z auch hier angewendet werden kann. Da die Konstruktion der
Informationswertfront nach der Mafligabe stochastischer Beeinflussung geschieht, ist
eine Ubertragbarkeit des Konzeptes auf Bayes’sche Modelle anzunehmen.

Das iterative Vorgehen der Informationsbeschaffung nach absteigender Reihenfolge
des Nettoinformationswerts beriicksichtigt im Sinne eines Anytime-Ansatzes, dass die
Zeit bis zum Treffen einer Entscheidung begrenzt ist. Es werden so viele relevan-
te Informationen beschafft, wie in der gegebenen Zeit modglich. Aulerdem werden
potentielle Beschaffungskosten einbezogen, sofern sie durch Abzug vom Nutzenwert
abgebildet werden konnen. In Abschnitt 5.1.1 wurden weitere Ressourcenbeschréan-
kungen aufgefiihrt, die der Beschaffung einer Information entgegen stehen koénnen.
Hierzu gehort beispielsweise die Antwortzeit einer Informationsquelle. Auch kann der
Energieverbrauch bei der Datenerhebung durch Sensoren limitiert sein (vgl. Krause
und Guestrin, 2009; Behrens et al., 2006). In weiterfiihrenden Arbeiten kénnte daher
versucht werden, ein generisches Modell fiir Ressourcenbeschriankungen in der Infor-
mationsbeschaffung zu entwickeln, dass sowohl im Akquisitionsprozess als auch bereits
in der Konstruktion der Informationswertfront einbezogen wird.

Neben der Einbeziehung von Antwortzeiten zur Beschreibung von Informationsquel-
len stellt die verteilte und kollaborative Informationsbeschaffung eine zusétzliche Er-
weiterung des Forschungsfeldes dar. Raumlich-zeitliche Uberlappung von Relevanz-
und Erfahrungsregionen wurde bereits in Abschnitt 8.3.2 als Kooperationskriterium
dargestellt. Die Integration von Sensorknoten in ein Entscheidungsnetz wurde in Ab-
schnitt 8.3.1 diskutiert. Allerdings wird in der vorliegenden Arbeit noch von statisch
integrierten Sensorknoten ausgegangen. Sollen dynamisch Informationsquellen mit de-
ren Zuverléssigkeit bzw. Vorhersagequalitit einbezogen werden, miisste der Ansatz zur
Expansion der Informationswertfront (vgl. Abschnitt 6.3.2) so erweitert werden, dass
im Falle relevanter aber unbeobachtbarer Grofien ad hoc entsprechende Sensorknoten
identifiziert und in das Entscheidungsnetz eingebunden werden. Fiir eine kollaborative
Informationsbeschaffung kénnte dariiber hinaus erforscht werden, wie eine geeignete
Aufteilung von Akquisitionsprozessen der beteiligten Agenten umzusetzen ist. Hiermit
konnten z. B. etwaige mehrfache Kosten bei der Akquisition vermieden werden.

Eine Grundvoraussetzung der nutzenbasierten Entscheidungsfindung und probabilis-
tischen Inferenz ist die Ermittlung geeigneter Wahrscheinlichkeitsverteilungen fiir das
Modell. Eine Moglichkeit neben subjektivistischer Expertenschiatzungen ist das ma-
schinelle Lernen der Wahrscheinlichkeiten aus den Beobachtungen der Agenten (vgl.
Abschnitt 8.5.2). Die damit jeweils verbundene Problematik der unsicheren Modell-
giite wurde bereits in den Abschnitten 3.2.5 und 8.4.2 diskutiert. Daher kénnte eine
Erweiterung der Informationsbeschaffung (und Steuerung mit Entscheidungsnetzen
insgesamt) darin bestehen, zielgerichtet aus Beobachtungen Stichproben fir die Ad-
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aption von Wahrscheinlichkeitsverteilungen zu erheben, deren Repréisentativitit ge-
ring oder Entropie hoch ist. Neben vorgegebenen Einflussgréofien kann hierbei auch
die Ermittlung neuer relevanter Einflussgrofien ein Ziel sein. Dies wiirde ggf. sogar zu
einer strukturellen Anderung des Entscheidungsnetzes fithren. Um eine ausreichende
Grofle von Stichproben zu ermdglichen, kann beim maschinellen Lernen wiederum ein
kollaboratives Vorgehen mehrerer Agenten zu einer Beschleunigung des Lernprozesses
fiihren.

Der entwickelte Ansatz der relevanzbasierten Informationsbeschaffung sieht eine Tren-
nung von der primiren Planungs- und Steuerungsebene eines intelligenten Agenten
vor. Hingegen wird die Informationsbeschaffung als paralleler und sekundérer Un-
terstiitzungsprozess ausgefiithrt. Fiir kiinftige Forschung wére eine Integration beider
Ebenen zu erwégen. Hierbei wiirde die Informationsbeschaffung als reguldre Aktion
des Agenten betrachtet, die bei einer gegebenen Informationslage als beste Aktion
identifiziert wiirde. Eine Herausforderung wéire dann die Abbildung der Akquisitions-
aktionen im Entscheidungsnetz. Jeder ,priméaren“ Aktion stiinden nicht eine, sondern,
abhéngig von den unbekannten Zufallsgrofien, viele ,sekundére“ Aktionen zur Infor-
mationsbeschaffung gegeniiber. Hierbei kénnte daher auch die Planung von optima-
len Beschaffungssequenzen untersucht werden (vgl. Abschnitt 5.5). Es wiirden dann
nicht wie bisher Einzelentscheidungen, sondern Entscheidungssequenzen als Markov-
Entscheidungsprozess betrachtet.

9.2.2 Erweiterung und Effizienzsteigerung der Algorithmen

Durch die Analyse der Laufzeitperformanz des Ansatzes in Abschnitt 7.3 konnte ge-
zeigt werden, dass die relevanzbasierte Informationsbeschaffung mit Informationswert-
front sehr effizient ist. Dennoch sind auch hier weitere Verbesserungen denkbar. In
Abschnitt 6.4 wurden bereits einige Moglichkeiten fiir die Effizienzsteigerung der Al-
gorithmen identifiziert — darunter die Parallelisierung einzelner Teilprozesse.

Laut Evaluation nimmt die Berechnung der Informationswerte den Grofiteil der Lauf-
zeit fiir die gesamte Informationsbeschaffung ein (ca. 95%). Es liegt daher nahe, hier
erste Ansatzpunkte fiir eine Effizienzsteigerung zu suchen. Durch strukturelle Krite-
rien, die einen neutralen Informationswert implizieren, konnte bereits eine deutliche
Beschleunigung erreicht werden (vgl. Abschnitt 7.3.2). Zu weiteren Mafinahmen zur
Verkiirzung der Berechnungszeit konnte die Identifikation und Ausnutzung weiterer
Eigenschaften zéhlen, die einen neutralen Informationswert bestimmen. Wenn bei-
spielsweise die Aktionsinvarianz einer Entscheidungssituation (Theorem 3) effizient
erkannt wiirde, so miissten keine Informationswertberechnungen unternommen wer-
den. Dartiber hinaus wiirden in diesen Féllen unpréazise Berechnungen mit FlieBkom-
marundungsfehlern bei Werten nahe 0 vermieden.

Da fiir eine gegebene Informationswertfront mit n Knoten n voneinander unabhéngige
Informationswerte zu berechnen sind, bietet es sich dariiber hinaus an, diese parallel
statt sequentiell zu berechnen. Eine Schwierigkeit hierbei ist, dass die Modellrepra-
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sentation in der verwendeten Software-Bibliothek SMILE keine parallelen Inferenzen
zulésst (vgl. Abschnitt 6.4.2). Es miissten daher jeweils effizient Kopien des Netzmo-
dells angelegt und verwaltet werden.

Der Aufwand zur Anpassung der Informationswertfront bei neuer Evidenz ist wegen
der wiederholten Informationswertberechnungen erneut hoch (vgl. Abschnitt 7.3.4).
Fiir effiziente stochastische Inferenzen bestehen bereits optimierte Ansétze, um bei
gednderter Evidenz abhéngig von den stochastischen Einfliissen nur die nétigen Neu-
berechnungen durchzufiithren. Diese kommen auch bei Ansétzen zur Informationswert-
berechnung zum Einsatz (Shachter, 1999). Durch die Verwendung der Bibliothek SMI-
LE fiir Inferenzen kénnen diese Optimierungen nur eingeschrinkt umgesetzt werden.
Die Anpassung der Front miisste daher durch eine vorgelagerte strukturelle Analyse
der stochastischen Abhéngigkeiten des Entscheidungsnetzes feststellen, ob durch eine
neue Evidenz tatsichlich eine Anderung des Informationswerts moglich ist. Inwieweit
hierdurch Berechnungen vermieden werden und sich die Laufzeit verkiirzt, ist jedoch
stark von der Netzstruktur und der jeweiligen Zusatzevidenz abhingig.

Die Analyse der Laufzeitperformanz in Abschnitt 7.3.1 hat gezeigt, dass in der Ein-
zelanalyse stochastischer Abhingigkeiten kaum Optimierungspotentiale liegen. Hinzu
kommt, dass dieser Teil des Konstruktionsprozesses fiir die Informationswertfront nur
einen Bruchteil des Gesamtaufwands ausmacht (weniger als 2%). Allerdings bein-
haltet der Algorithmus zur Frontkonstruktion zahlreiche Unabhéngigkeitsanalysen.
Durch Analyse der paarweisen d-Separation (siehe Algorithmus 3) entsteht eine qua-
dratische Komplexitédt. Im Hinblick auf den Algorithmenentwurf wére es daher von In-
teresse, die Einzelanalyse stochastischer Abhéngigkeiten (Algorithmus 2) durch einen
integrierten Algorithmus zu ersetzen, der mit linearem Aufwand die paarweise d-
Separation fiir die Front ermittelt. Die Idee hierzu wire die Knotenexpansion und
-markierung im Algorithmus 3 durch eine eingeschrinkte Expansion zu ersetzen, die
nur stattfindet, wenn sie durch zwei Pfade aktiviert wurde.

Neben diesen potentiellen Effizienzsteigerungen sind auch Erweiterung der Algorith-
men denkbar. So betrachtet sowohl die Informationswertfront als auch die Implemen-
tierung des Ansatzes nur diskrete Zufallsgrofien. Prinzipiell ist es jedoch mdglich, eine
Ubertragung auf kontinuierliche Gré8en vorzunehmen. Praktisch wird dies durch die
Funktionalitdt der Bibliothek SMILE verhindert. Diese erlaubt zwar kontinuierliche
Grofen, aber keine hybriden Modelle mit kontinuierlichen und diskreten Variablen zu-
sammen. Zwangslaufig kann eine kontinuierliche Gréfle nicht unmittelbar als Einfluss
einer diskreten Zufallsgrofie mit tabellarischer Wahrscheinlichkeitsverteilung verwen-
det werden. Allerdings bietet SMILE bereits eine Diskretisierungsfunktion fiir konti-
nuierliche Gréflen, so dass diese grundsétzlich doch als Einfliisse in Betracht kommen
konnen. Eine fehlende Voraussetzung hierfiir ist jedoch noch die Umsetzung zugeho-
riger Inferenzen wie Konditionierung.
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9.2.3 Weitere Anwendungen

Durch die Verwendung von Entscheidungsnetzen als Grundlage der relevanzbasier-
ten Informationsbeschaffung sowie deren dokumentierter und effizienter Implemen-
tierung stehen dem Ansatz eine Vielzahl moglicher Anwendungen offen. Die dafiir
zu betrachtenden Fragestellungen wurden in Kapitel 8 ausfiihrlich behandelt. Neben
der Unterstiitzungsfunktion fiir intelligente Agenten sind jedoch auch Anwendungen
mit menschlichen Benutzern in Systemen zur Entscheidungsunterstiitzung oder Si-
tuationsanalyse moglich. Eine konkrete Anwendung konnte etwa das Supply Chain
Ezception Management mit entsprechendem Monitoring sein. Hierbei wiirde die re-
levanzbasierte Informationsbeschaffung diejenigen Informationen anzeigen oder her-
vorheben, die fiir die Entscheidungssituation des Anwenders besonders relevant sind.
Ist eine relevante Information nicht durch die angeschlossenen Informationssysteme
verfiigbar, kénnte auch der Anwender aufgefordert werden, diese zu beschaffen und
einzupflegen.

Der in dieser Arbeit entwickelte Ansatz kann iiberdies autonomen Systemen nicht
nur zur Verbesserung ihrer Entscheidungen dienen. Ein weiterer Nutzen, der in Ab-
schnitt 8.2.3 bereits skizziert wurde, ist das zielgerichtete Anstoflen von Prozessen
zur Situationsanalyse, deren Ergebnis als Knoten im Entscheidungsnetz représentiert
wiirde. Hiermit kénnten Rechenressourcen aus unnotigen Analysen eingespart wer-
den. Ein dhnlicher Nutzen entstiinde durch bedarfsgetriebene Sensormessungen an-
stelle periodischer Messungen. Fiir entscheidungsunabhéngige, entropiebasierte Rele-
vanzmodelle konnten hier Krause und Guestrin (2009) bereits wichtige Beitrége zur
Energieeffizienz leisten.

Als ein wichtiges Entwurfskriterium fiir die effiziente Anwendung der Informations-
wertfront wurde der Grad der d-Separation im Entscheidungsnetz angefiihrt. In stark
vermaschten Netzen konnen durch die Informationswertfront nur wenige Zufallsgréfien
ausgeschlossen werden. Daher konnen Anwendungen der relevanzbasierten Informa-
tionsbeschaffung davon profitieren, wenn bereits im Entwurfsprozess Konstellationen
bevorzugt wiirden, die einen hohen Grad paarweiser d-Separation ergeben. Hierzu
miisste eine Kennzahl entwickelt werden, die die Modellstruktur diesbeziiglich quan-
titativ bewertet.

Insgesamt leistet die Arbeit damit einen Beitrag mit Implikationen fiir den Entwurf
nSituationsbewusster intelligenter Agenten in Anwendungsdoménen mit Entschei-
dungen unter Unsicherheit. Einerseits wird die Abhéngigkeit autonomer Entschei-
dungen von Informationen deutlich herausgestellt. Andererseits wird ein Ansatz ent-
wickelt, mit dem es moglich ist, die Informationslage iterativ zu verbessern. Dieser
zeichnet sich insbesondere dadurch aus, dass gezielt und effizient die aktuellen In-
formationsbediirfnisse eines System erkannt und erfiillt werden, auch wenn aus einer
Vielzahl moglicher Informationen die relevanten extrahiert werden miissen.
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